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HOI-R1：マルチモーダル大規模言語モデルによるHOI検出

陳 俊文1,a) 熊 培林1,b) 柳井 啓司1,c)

概要
近年のHuman-Object Interaction Detection（HOID）手

法は，物体検出器に視覚言語モデル（VLM）の事前知識
を結合する複雑な枠組みに大きく依存しており，拡張や
応用が困難となっている．一方で，マルチモーダル大規模
言語モデル（MLLM）が本来備える推論能力を HOIDへ
直接適用する潜在能力に期待が寄せられている．本研究
では，物体検出器を使わず，MLLMが自然言語推論のみ
によって HOIDを解くフレームワークHOI-R1を提案す
る．構造化プロンプトによる思考蒸留型の教師あり微調
整（SFT）と，構成・物体ラベル・動詞ラベル・IoUの 4

種の報酬を用いた強化学習（GRPO）を組み合わせること
で，HICO-DETにおいて Qwen2.5-VLベースラインの精
度を約 2 倍に向上させ，Qwen3-VL および Rex-Omni に
対しても一貫した性能改善を確認した．ソースコードは
https://github.com/cjw2021/HOI-R1で公開している．

1. はじめに
HOIDは，入力画像から {Bh, Bo, 物体カテゴリ, 動作カ

テゴリ }で表される全てのHOIインスタンスを推定するタ
スクである．細粒度の関係認識と位置特定を同時に要求す
る難問であり，現在の主流は物体検出器に基づくパイプラ
インである [10], [18], [20]．近年の高性能手法 [4], [6], [14]

は CLIP[15]，BLIP[12] や BLIP2[12] に代表される VLM

の事前知識をデコーダに導入してロングテール分布に対処
しているが，検出器とインタラクションヘッドの結合や追
加モジュール，目的関数の導入により全体が複雑化し，拡
張や再利用が難しいという欠点を抱えている．
一方，Qwen2.5-VL[3]やQwen3-VL[2]，Rex-Omni[9]に

代表される現代のMLLMは，細粒度の視覚理解，位置特
定，マルチモーダル推論において強力な能力を示している．
Qwen2.5-VLは動的解像度視覚エンコードと動画モデリン
グにより複雑な画像と長時間映像に対する構造的理解を
実現し，Rex-Omniは物体検出を離散座標トークン予測と
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図 1: 従来HOID手法と提案手法HOI-R1の枠組みの比較．
従来手法は物体検出器と HOI埋め込み抽出に依存するが，
HOI-R1はMLLMによる自然言語推論で相互作用を直接
解釈する．

して再定式化し，強力な空間位置事前知識を備える．さら
に DeepSeek-R1[7]は，教師あり微調整を介さず強化学習
（RL）手法，GRPO（Group Relative Policy Optimization）
が高度な推論挙動を誘導することを示し，Vision-R1[8]，
Reason-RFT[19]，VLM-R1[17]などの後続研究が RLによ
る視覚推論能力の整合化の有効性を裏付けている．しかし，
標準的な評価指標で HOIインスタンスを予測するMLLM

の能力は，これまで検討されていない．
図 1に示すように，本研究では検出器を自然言語推論に

置き換える抜本的な転換を行う HOI-R1を提案する．純粋
に言語推論のみで HOIDを解くには，複数の境界ボックス
を同時に予測し，物体と相互作用を正しく対応付け，関係
を正確に認識する必要があり，これら全てを構造化された
出力として生成しなければならない．HOI-R1は，体系的
なプロンプト設計に基づく Chain-of-Thought（CoT）と思
考蒸留型 SFTによって HOI知識を導入し，さらに HOID
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図 2: HICO-DET上での HOI-R1（Qwen2.5-VL-3B）の学
習曲線．1エポック SFTと 40ステップ RLのみで 2倍以
上の性能向上が得られる．

評価指標に整合した 4種類の報酬関数による RLで方策モ
デルを整合化する．図 2に示すように，HOI-R1はわずか
1エポックの SFTと 40ステップの RLのみでベースライ
ンの 2倍を超える mAPを達成する．本研究の貢献を以下
にまとめる．
• 物体検出器を使わず，自然言語のみで HOIDを解く初
のMLLMフレームワーク HOI-R1を提案する．

• 思考蒸留型 SFTと，HOID固有の 4種類の報酬関数に
基づく強化学習を組み合わせる学習方法を設計する．

• Qwen2.5-VL，Qwen3-VL，Rex-Omni といったオー
プンソース MLLM 上で一貫した性能改善を達成し，
MLLMベースの HOIDに新たな基準を提示する．

2. 関連研究
視覚推論におけるRL強化MLLM． Vision-R1[8]はコー
ルドスタート初期化と RL を組合せた視覚推論 MLLM

を構築し，Reason-RFT[19]は CoTを活性化する SFTと
GRPO[16]を二段階で組み合わせ，視覚推論の汎化性能を
向上させる．VLM-R1[17]は参照表現理解やオープン語彙
物体検出において，正解を用いた安定な報酬計算と「物体
検出における aha moment」現象を報告している．本研究
はこれらの知見を，より複雑な HOIDタスクへ拡張し，入
力指示・学習方法・報酬関数を新たに設計する点で従来研
究と異なる．

3. 提案手法: HOI-R1

3.1 言語ベースのHOID予測
従来手法のように境界ボックス回帰と分類ヘッドを設け

るのではなく，本研究ではMLLMの構造を変更せず，全
ての HOIインスタンスを自然言語形式で直接出力する新
たなパラダイムを提案する．モデルのHOID能力を引き出
すために，図 4に示す質問テンプレートを以下の 3要素か
ら構成した．

図 3: HOI-R1の全体像．画像とテキストを入力とし，質
問文はタスク指示・推論ガイド・出力書式例から構成され
る．教師MLLMが生成した推論列を用いて SFTを行い，
その後，4種類の報酬信号によるGRPOでポリシーモデル
を更新する．

(1) タスク指示． モデルの役割を「あなたは HOI検出モ
デル」と定義し，物体・相互作用クラスの全語彙<VALID

OBJECT CLASSES>と<VALID INTERACTIONS>を明示するこ
とで，幻覚的出力を抑え標準ベンチマークと整合する出力
空間を強制する．
(2) 推論ガイド． 人物発見→動作分析→相互作用判定
という人間の認知過程に倣った逐次推論ステップを与え，
HOIの構成的性質を体系的に扱えるようにする．
(3) 出力形式例． <think>タグ内の思考過程と<answer>タ
グ内の JSON 形式予測列から成る出力を提示する．近年
のMLLMは座標トークンによる境界ボックス表現に対応
しているため，空間座標を直接言語出力に含めることがで
きる．

3.2 思考蒸留による SFT

学習対象である生徒MLLMにタスク固有の知識を導入
するため，教師-生徒蒸留型の SFT段階を設計する．教師
には GPT4o-mini[1]を採用し，HICO-DET[5]訓練画像と
推論ガイドプロンプトを与え，<think>タグに包まれた段
階的推論列を生成させる．生徒モデルはこの推論列と正解
HOI三項組の双方を教師信号として学習する．画像 x，質
問 q，教師生成推論 r，正解応答 aに対する自己回帰的学
習目的は，

LSFT = −E(x,q,r,a)∼D

[
Tr∑
t=1

log πθ(rt | x, q, r<t)

+

Ta∑
t=1

log πθ(at | x, q, r, a<t)

] (1)

となる．ここで πθ はパラメータ θを持つ生徒MLLMであ
る．本 SFT段階は，後続する RL段階のための強力な基
礎を確立する．
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図 4: HOI-R1の入力質問テンプレート．タスク指示，推
論ガイド，出力書式例の 3要素から構成される．

3.3 HOID強化学習
SFTで基礎能力を確立した後，HOID固有の構造的・意

味的・幾何的整合性を強化するために RLを適用する．本
研究では GRPO[16] を採用し，入力 (x, q) に対し旧ポリ
シー πθold から G個の出力 {oi}Gi=1 をグループ化し，

JGRPO=−E

[
1

G

G∑
i=1

{
min[s1Âi, s2Âi]−βDKL[πθ∥πref]

}]
(2)

を最適化する．s1, s2 はクリッピング項，Âi = (ri −
mean({rk}))/std({rk}) はグループ内標準化された優位
度，ri は i番目の出力に対する総報酬である．HOIインス
タンスは複数の要素（人物・物体ボックス，物体クラス，
動詞クラス）から成るため，図 5に示す要素別の報酬を設
計する．
HOIキー形式報酬． テキスト出力の形式正確性を強化す
る報酬である．<answer>タグが欠落した場合，全報酬を 0

とする．総形式報酬は，<think>タグ報酬 rtag，第 i番目
HOIインスタンステキスト âi に対する人物・物体ボック
ス形式報酬 rbi，物体ラベルキー報酬 rkoi，動詞ラベルキー
報酬 rkvi から構成される．例えばボックス形式報酬は，

rbi = 1
[
{"human", "object"}⊆keys(âi) ∧ B̃i条件

]
(3)

ここで B̃i は既出予測ボックスと IoU≤ 0.5である条件で，
重複ボックスによる報酬ハッキングを防ぐ．重複キーに対
するペナルティ αi = Nk/(Nk + |N̂ki

−Nk|)（Nk=4）を
導入し，全要素を重み付け平均して，

図 5: HOI-R1の報酬関数の例．書式・ラベル・IoUの 3種
の報酬により，出力の構造的・意味的・幾何的整合性を確
保する．

rformat = wtagrtag +

∑N̂a

i=1αi[wbrbi+wkorkoi+wkvrkvi
]

max(Na, N̂a)
(4)

と定める．
物体・動詞ラベル報酬． 形式とは独立に，正解集合 Cgtと
予測ラベルを順次照合する「マッチ消去（drop-on-match）」
方式で物体ラベル報酬 rlo および動詞ラベル報酬 rlv を計
算し，正解に現れる HOIをより正確に予測することを促
進する．
HOI IoU報酬． 予測 HOI対と正解 HOI対の空間整合の
ため，Hungarianアルゴリズム [11]による一対一マッチン
グを行う．コストは

Cij = 1− sij , sij =
1
2 [IoU(b̂

h
i , b

h
j ) + IoU(b̂oi , b

o
j)] (5)

で，最適マッチングM∗に対して rIoU = 1
Na

∑
(i,j)∈M∗ sij

と定義する．最後に，総合報酬は r = rformat+rlo+rlv+rIoU

である．

4. 実験
データセットと評価指標． HICO-DET[5] を用いる．訓
練画像 38,118 枚，テスト画像 9,658 枚，80 物体クラス
と 117動詞クラスから成る 600 HOIカテゴリで構成され
る．評価指標は mAPで，IoU閾値 0.5を用い，物体・動
詞ラベルの一致を要求する．カテゴリは出現頻度に応じ
て Full/Rare/Non-Rare に，評価設定は Default/Known

Object に分けられる．
実装の詳細． 主な実験はQwen2.5-VL-3B-Instruct[3]で行
い，Qwen3-VL-4B-Instruct[2] と Rex-Omni-3B[9] でも有
効性を検証した．SFT段階では GPT4o-mini[1]で思考過
程を生成し，HICO-DETの正解アノテーションを出力形
式に変換する．AdamW[13]（学習率 1×10−6，cosineスケ
ジューラ）を用いて，全モデルをバッチサイズ 8 で 1 エ
ポック学習する．RL段階ではバッチサイズ 16，グループ
サイズG = 4，40ステップで学習し，形式報酬の重みは全
て 0.2とする．
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表 1: HICO-DETにおける比較結果（mAP）．
Method Training

Default Known Obj.

Full Rare N-Rare Full Rare N-Rare

— Traditional HOID Methods —

HO-RCNN[5] 150k 7.81 5.37 8.54 10.41 8.94 10.85

HOTR[10] 100ep 25.10 17.34 27.42 - - -

HOI-Trans[20] 150ep 26.61 19.15 28.84 29.13 20.98 31.57

QPIC[18] 150ep 29.07 21.85 31.23 31.68 24.14 33.93

— MLLM Zero-Shot Baselines —

Qwen2.5-VL-3B - 8.39 9.60 8.03 8.96 9.83 8.70

Qwen2.5-VL-7B - 10.46 14.30 9.31 11.01 14.63 9.93

Qwen2.5-VL-32B-AWQ - 18.12 24.56 16.20 19.90 25.77 18.15

Qwen2.5-VL-72B-AWQ - 20.71 29.62 18.05 22.93 31.87 20.26

Qwen3-VL-4B - 16.16 22.31 14.32 17.55 22.87 15.96

Qwen3-VL-8B - 17.41 21.96 16.05 19.17 23.39 17.91

Qwen3.5-4B - 17.17 16.08 20.82 19.60 18.53 23.16

— SFT or RL Fine-Tuning —

Qwen2.5-VL-3B-SFT 400 11.71 10.52 12.07 12.60 10.70 13.17

Qwen2.5-VL-3B-SFT 1ep 16.77 14.20 17.53 18.05 14.45 19.13

Qwen2.5-VL-3B-GRPO 400 12.22 14.56 11.52 13.12 14.84 12.60

Qwen2.5-VL-3B-GRPO 1ep 14.65 15.90 14.28 15.48 16.14 15.28

Qwen3-VL-4B-SFT 1ep 22.46 21.53 22.73 24.04 21.97 24.66

Rex-Omni-3B[9](HOI-SFT) 1ep 25.30 21.24 26.51 26.97 21.79 28.51

Qwen3.5-4B-SFT 1ep 29.36 29.03 30.47 31.22 31.31 30.92

— HOI-R1 (SFT+GRPO) —

HOI-R1-Qwen2.5-VL-3B 1ep+40 18.33 16.03 19.02 19.83 16.25 20.90

HOI-R1-Qwen3-VL-4B 1ep+40 23.35 23.58 23.28 25.12 24.11 25.42

HOI-R1-Rex-Omni-3B 1ep+40 25.24 22.57 26.04 27.00 23.21 28.14

HOI-R1-Qwen3.5-4B 1ep+40 29.79 30.39 29.60 31.61 30.67 31.89

表 2: 報酬関数のアブレーション（Qwen2.5-VL-3B+GRPO

1000ステップ）．

Method
Default Known Obj.

Full Rare N-Rare Full Rare N-Rare

HOI-R1 13.25 15.22 12.66 14.18 15.60 13.75

w/o label reward 12.49 14.78 11.80 13.54 15.26 13.02

w/o IoU reward 9.63 11.12 9.19 10.29 11.38 9.96

ベースラインおよび従来HOID手法との比較．表 1より，
本研究で設計した HOIDプロンプトを用いるだけで，未
学習の Qwen2.5-VL-3Bと Qwen3-VL-4Bがそれぞれ 8.39

mAPと 16.16 mAPを達成し，HO-RCNN[5]を上回るこ
とがわかる．特に Rareカテゴリの精度が Full/Non-Rare

より高い傾向は，希少なHOIを含む画像はインスタンス数
が少なく，MLLMが強い推論能力で焦点を当てやすいた
めと考えられる．32B/72Bモデルは未学習でも QPIC[18]

を上回っており，大規模MLLMの強力な事前知識を示し
ている．次に，3Bモデルに対する追加学習結果から，初
期段階では RLが SFTより効率的に精度を伸ばすことが
わかる．本研究の SFTは教師モデルから推論知識を蒸留
するため，1 エポック学習でベースラインの 2 倍となる
16.77 mAP に到達する．SFT と GRPO を組み合わせた
HOI-R1により，Rex-Omni-3Bは Known Object/Fullで
27.00 mAPに達し，Qwen2.5-VL-72B-AWQを 17.7%上回
る．Qwen3-VL-4BはRareカテゴリで 23.58 mAPに達し，
QPIC[18]を 7.9%上回る．さらに，最新の Qwen3.5-4Bを
生徒モデルとした場合，未学習でも 17.17 mAPを達成し，1
エポックの SFT後は Default/Fullで 29.36 mAP，Known

Object/Rareで 31.31 mAPと従来の QPICを含む全ての

比較手法を上回る．これは，より新しいMLLMが HOI関
連の事前知識を持っていることを示している．特に，数百
エポックを要する従来HOID手法と比べて大幅に少ない学
習量で収束できる．MLLMが既に保持している潜在的な
人物物体相互作用知識を，構造化出力として表出させるだ
けで十分であることを意味している．
アブレーション研究． 表 2に報酬関数のドロップ実験を
示す．ラベル報酬の除去でDefault/Full が 0.76 mAP低下
し，正解HOIに沿った予測の促進に寄与していることがわ
かる．IoU報酬の除去では 3.62 mAPの大幅な低下が見ら
れ，HOIDタスクにおける正確な位置特定の重要性が示さ
れた．これは，形式とラベルが正しくとも境界ボックスが
評価 IoU閾値 0.5を下回れば偽陽性として扱われるためで
あり，MLLMによる HOIDでは空間整合の能力が最大の
ボトルネックであることを示している．また，プロンプト
構成のアブレーションからは，思考過程の除去はRareカテ
ゴリ性能を最も損ない，CoTが希少相互作用の推論に貢献
すること，さらにタスク記述の除去は全カテゴリで性能を
大きく損なうことが確認された．特にタスク指示と語彙制
約の除去後は Default/Fullが 8.39から 3.06まで低下して
おり，制約された出力空間の明示がMLLMによる HOID

の動作スコアを表す必須要素であることを意味する．
HOI-R1-Qwen3.5-4B が RL 段階を経ず SFT のみで

QPIC[18]を超える 29.36 mAPに到達した結果は，MLLM

による HOID性能の上限は，言語モデルに内在する常識，
物体アフォーダンス，および行動理解の豊かさによって大
きく左右されるため，これらの知識を視覚的な人・物体・
相互作用の手がかりと整合的に活用することが重要である．
本研究の貢献は，このような汎用知識を構造化プロンプト
と軽量な報酬整合化のみでHOIDの標準評価に橋渡しした
点にあり，将来の高性能MLLMにも自然に適用可能なフ
レームワークを提供する．一方で，HOI-R1はテキスト出
力に対する二値スコア（出現/非出現）のみを用いており，
連続的な確信度に基づく mAP計算とは本質的に異なる困
難を抱えるため，今後はランキング指標との整合や，より
大規模なモデルでの検証が課題となる．

5. むすび
本研究では，物体検出器を排し，純粋に言語推論によっ

て HOIDを解く初のMLLMフレームワーク HOI-R1を提
案した．思考蒸留による SFTと HOI固有の 4種類の報酬
関数による GRPOを組み合わせた軽量な学習レシピによ
り，複数の汎用MLLMにおいて一貫した大幅な性能改善
を達成し，MLLMが HOIタスクに対して持つ潜在能力を
実証した．検出器中心のアーキテクチャを構築する従来路
線とは異なり，汎用推論モデルを構造化プロンプトと整合
化学習により HOIタスクへ適応させる新たな方向性を提
示する．今後は，動画や三人称視点を含む多様な HOIベ
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ンチマークへの展開，連続的な確信度推定との統合，さら
により大規模なMLLMにおける汎化性能の検証を通じて，
本フレームワークの一般性と実用性を高めていきたい．
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