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推論領域分割のためのグループベース方策最適化における
知覚強化の統合

田邊 光1,a) 馬場 雄大1,b) 柳井 啓司1,c)

概要
推論領域分割は，画像と複雑なテキストクエリが与えら

れたときに，高度な推論を通じて対象物を特定し，その領
域を推定するタスクである．従来手法は，マルチモーダル
大規模言語モデルに対して強化学習を適用する際，多くの
場合 GRPO を単純に適用した手法に依存している．この
ため，推論能力の学習効率に改善の余地が残るとともに，
推論領域分割において重要となる視覚的接地の正確性を支
える知覚能力の向上が限定的である．そこで本研究では，
推論能力と知覚能力の安定した同時最適化を可能にする新
たなグループベース方策最適化アルゴリズムを提案する．
本手法で学習されたモデルは，同等のモデル規模において
既存の強化学習ベースラインである Seg-Zero を大きく上
回る性能を示し，ReasonSeg の validation セットで +5.5

gIoU，test セットで +4.5 cIoU の性能向上を達成した．

1. はじめに
推論領域分割は，目標物体を暗示するテキストと画像が

与えられたときに，目標物体を推論し画素粒度でその領域
を推定するタスクである．本タスクは，ロボティクス，異
常検知，画像編集などの分野において，システムの自律性
やユーザビリティの向上に貢献が期待されている．近年，
大規模言語モデル (LLMs) の訓練においてグループベース
方策最適化に基づく強化学習が導入され，特に推論系タス
クでの性能向上が報告されていることを背景に，推論領域
分割に強化学習の適用が進められている [8]．しかし，既
存手法は標準的な GRPO アルゴリズム [14]の適用に留ま
り，学習効果の改善や，推論領域分割に不可欠な知覚性能
の強化は十分に検討されていない．そこで本研究では，推
論領域分割における領域推定の正確性向上を目的として，
グループベース方策最適化手法における学習効果と知覚性
能を効果的に高める方法を提案し，その有効性を検証する．
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図 1: 推論領域分割モデルの構造．

2. 関連研究
Seg-Zero [8] は，推論領域分割に対して Group Relative

Policy Optimization (GRPO) [14] に基づく強化学習を導
入し，教師ありファインチューニング (SFT) と比較して分
布外設定における汎化性能を改善した．しかし，GRPO に
は学習の不安定性や探索性の低下に関する課題が存在し，目
的関数の観点から学習効果に改善余地が残る．Perception-

Aware Policy Optimization (PAPO) [17] は，推論系視覚
言語タスクの誤りを分析し，その主因が推論性能でなく画
像内物体の知覚失敗にあることを観察した上で，知覚性能
を高める Implicit Perception Loss (IP Loss) を導入した．
推論領域分割においては，物体の種類や位置に関する正確
な把握が視覚的接地の正確性を左右するため，知覚性能改
善の工夫は領域推定の正確性向上に寄与すると考えられる．

3. 提案手法
本節では，本研究で提案する推論領域分割フレームワー

クとして，導入するモデル構造 (節 3.1) および新たに提案
するグループベース方策最適化手法 (節 3.2) を説明する．
最後に，Section 3.3 では，非反復報酬，フォーマット報酬，
および複数物体に対応した精度報酬を含む報酬設計につい
て説明する．

3.1 モデル構造
本研究で用いる推論領域分割モデルの構造を図 1に示す．

本モデルは，画像内容を知覚しテキストに基づいて目標物
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図 2: 提案するグループベース方策最適化手法．

体を特定する推論モジュールと，目標物体に対して画素粒
度のマスクを推定するセグメンテーションモジュールから
構成される．推論モジュールにはマルチモーダル大規模言
語モデル (Multimodal Large Language Model, MLLM)を
用いて，画像とテキストの情報を統合して目標物体のおお
よその位置を特定し，各物体のバウンディングボックスと
代表点を領域参照として推定する．セグメンテーションモ
ジュールにはプロンプタブル領域分割モデル (Promptable

Segmentation Model, PSM) を用いて，MLLM が出力し
た目標物体の領域参照を手がかりとして，画素粒度のマス
クを推定する．

3.2 Adaptive Perception-Aware Policy Optimiza-

tion (AP2O)

推論領域分割において重要な推論能力と知覚能力を同時に
高めるために，新たなグループベース方策最適化手法として
AP2O (Adaptive Perception-Aware Policy Optimization)

を提案する (図 2)．
3.2.1 目的関数
AP2O では，GRPO に対して推論性能の向上を促進する

ために，SAPO に基づくソフトゲート型代理目的関数 [2]

を導入する．また，有効勾配の消失を防ぐために dynamic

sampling を組み合わせるとともに，過度な正則化を避ける
ために KL 正則化項を除去する [22]．さらに，視覚的証拠
への注意と正確な位置同定を促すために，新たに提案する
Low-Frequency Patch Perception Loss (LFP Loss) を導入
することで，モデルの視覚的接地を効果的に改善する．
本研究の目的関数は，GRPO [14] によるグループベース

方策最適化の定式化に基づき，式 (1)で表される．

J (θ) = E(q,I)∼D,{oi}G
i=1∼πθold

(O|q,I)
1

G

G∑
i=1

1

|oi|

|oi|∑
t=1{

fi,t(ri,t(θ))Âi,t + γ DKL

[
πθ ∥ πedit

θ

]
− η1 H[πθ]− η2 H

[
πedit
θ

]}
(1)

ただし，πθ は更新時方策, πθold はロールアウト方策，πedit
θ

は後述する編集時方策，Âi,t はグループ内アドバンテー
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図 3: 低周波パッチの構成と意味的破壊の比較．

ジ，ri,t(θ) は更新時方策とロールアウト方策の重要度比で
ある．γ, η1, η2 は各項の重みを制御するハイパーパラメー
タである．ここで，fi,t(x) はソフトゲート関数であり，式
(2)で定義される．

fi,t(x) =
1

1 + e−τi,t (x−1)
· 4

τi,t
, τi,t =

τpos, if Âi,t > 0

τneg, otherwise

(2)

τpos と τneg は，それぞれ fi,t(x) における正例トークンお
よび負例トークンに対応する温度パラメータである．
3.2.2 Low-Frequency Patch Perception Loss

(LFP Loss)

視覚的証拠への注意と正確な位置同定を促すために，
本研究では Low-Frequency Patch Perception Loss（LFP

Loss）を提案する．
Implicit Perception Loss (IP Loss) [17]では，テキスト

クエリと画像を更新時方策 πθ に入力した際のトークン生
成分布と，画像に対してパッチマスキングによる画像編集
を付加した場合における方策 πedit

θ のトークン生成分布を，
KL ダイバージェンス最大化に基づき乖離する．これによ
り，モデルがトークンを生成する際に画像内の正確な知覚
に依拠することを促し，モデルの知覚性能改善を促す．こ
こで，PAPO は，画像に対する高周波な摂動による編集で
は，画像内の意味的内容に対する破壊が十分に生じず，視
覚的証拠への注意を強化するには不十分であることを報告
した [17]．実際，物体形状や大域的なレイアウトは主とし
て低周波成分によって表現されることが知られており [15]，
高周波ノイズでは意味情報を効果的に除去することが難し
い．しかし，IP Loss は通常，パッチマスキングにおける
パッチサイズを絶対的なピクセルサイズで固定しているた
め，画像解像度が大きい場合にはマスクパターンが実質的
に高周波化してしまう．
そこで，画像解像度に依存せず低周波な破壊を維持する

ために，LFP Loss ではパッチサイズを画像サイズに対す
る相対値として設定する．具体的には，u× v グリッド上
の各パッチ pu,v の一辺の長さ lp を式 (3)で定義する．

lp =
min(H,W )

α
(3)

ここで，H と W は画像の高さおよび幅，α は短辺方向
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に配置するグリッド数を表すハイパーパラメータである．
lp とランダムマスキング演算子 E を用いて，編集後画像
Iedit = E(I, lp) を得る．
図 3 は，固定ピクセルサイズによるピクセルベース分

割と，画像サイズに基づく相対的なパッチサイズによるグ
リッドベース分割の例を示している．ピクセルベース分割
（中央）では，犬やフリスビーがかろうじて認識可能であ
り，物体の同一性や大域的レイアウトが十分に破壊されて
いないことがわかる．その結果，固定ピクセルサイズに基
づく高周波マスキングでは，意味的破壊は限定的である．
一方，グリッドベース分割（右）では，画像に 2 匹の犬と
1 つのフリスビーが含まれていることや，それらのおおよ
その位置を把握することが困難になっており，解像度を考
慮したパッチサイズによる低周波マスキングの方が，より
強い意味的破壊をもたらすことが示されている．
このような低周波マスキングを導入し，意味的に重要な

視覚的証拠が遮蔽される割合を高めることで，本手法は方
策が意味的に重要な視覚的証拠により強く注意を向けるよ
う促す．
LFP Loss DKL[πθ||πedit

θ ] は，式 (4) による KL ダイバー
ジェンスの低分散近似値として計算する [13]．

DKL[πθ||πedit
θ ] = rprcpi (θ)− log rprcpi (θ)− 1 (4)

ただし，知覚重要度比 rprcp は式 (5)で定められる．

rprcp(θ) =
πθ(o | q, I)

πθ(o | q, Iedit)
(5)

3.2.3 Double Entropy Loss (DE Loss)

H[πθ] = log πθ(o|q, I)およびH[πedit
θ ] = log πθ(o|q, Iedit)

は，Double Entropy (DE) Loss [17] であり，LFP Loss に
対する過剰適合を防ぐ正則化のために導入する．なお，本研
究では H[πθ], H[πedit

θ ] をそれぞれ Original Entropy (OE)

Loss および Masked Entropy (ME) Loss と区別する．

3.3 報酬設計
Seg-Zero および VisionReasoner [9] に従い，本研究では
出力形式への準拠，領域参照の幾何的正確性，および過剰
な反復の抑制を同時に促進する統一報酬を用いる．
最終報酬 R は式 (6)の重み付き和で定義する．

R = λfmtRfmt + λaccRacc + λrepRrep (6)

3.3.1 フォーマット報酬 Rfmt

応答が要求された構造化形式（推論部分と回答部分）に
従うか，および回答から領域参照（バウンディングボック
スと代表点）が正しく解析できるかを評価する．
3.3.2 正確性報酬 Racc

推定参照と正解参照をハンガリー法で対応付けた後，バ
ウンディングボックスの IoU，バウンディングボックスの

L1 距離，および代表点の L2 距離に基づいて幾何的正確性
を評価する (式 (7))．

Racc = λIoURIoU + λL1RL1 + λptRpt (7)

3.3.3 非反復報酬 Rrep

応答内で同一文が過度に繰り返されることを防ぐため，
文の重複回数が閾値を超えた場合にペナルティを与える．

4. 実験
4.1 実験設定
本実験では，MLLM および PSM として，それぞれ

Qwen2.5-VL 3B [1] と SAM2 (Hiera-L) [11] を用いた．こ
の選択により，Seg-Zero との公平な比較を維持しつつ，学
習設定を実用的なメモリ制約内に収めた．学習時は MLLM

のみを訓練可能とした．
ソフトゲート関数においては，正例トークンおよび負例

トークンに対する温度パラメータを，それぞれ τpos = 1.0

および τneg = 1.05 に設定した．また，Racc の計算におい
ては，閾値を τIoU = 0.5，ϵbbox = 10，ϵpt = 30 とした．
Rrep に対しては Ddup = 2 を設定した．先行研究 [8], [9]

に従い，報酬項に関するすべての係数はそれらの設定に合
わせて 1 とした．最適化には AdamW を用い，学習率は
1.0× 10−6 とした．更新バッチサイズは 32 とし，学習は
8 枚の NVIDIA RTX A6000 を用いて実施した．

4.2 学習データセット
VisionReasoner [9] で提供されている領域参照アノテー
ションを用いた．これらは，LVIS [3]，RefCOCOg [21]，
gRefCOCO [7]，LISA++ [19] を含む複数の領域分割デー
タセットから構築されたものである．各学習サンプルは，
画像，参照表現（テキストクエリ），および各物体に対して
1 つのバウンディングボックスと 1 つの代表点で表される
複数の領域参照から構成される．これらの領域参照は，イ
ンスタンスレベルのマスクから，それを囲むバウンディン
グボックスとマスク重心を計算することで生成される．本
研究では約 7k 件の学習サンプルを用いた．

4.3 評価ベンチマーク
評価には推論領域分割の標準的なベンチマークである

ReasonSeg [4] を用いて，検証セットとテストセットの評
価結果を報告する．なお，学習時には ReasonSeg のデータ
を一切使用しておらず，分布外設定に対する頑健性を検証
する．また，先行研究に従い，評価指標には gIoU と cIoU

を用いる．gIoU は画像ごとの IoU を平均する指標である．
一方，cIoU はデータセット全体で交差領域と和集合領域
を集約するため，大きな物体により大きな重みがかかる．
先行研究と同様に，本研究では gIoU を主要指標とする．
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表 1: ReasonSeg ベンチマークによる推論領域分割の結果．

Category Method
val test

gIoU cIoU gIoU cIoU

w/o MLLM

OVSeg 28.5 18.6 26.1 20.8

ReLA 22.4 19.9 21.3 22.0

X-Decoder 22.6 17.9 21.7 16.3

SEEM 25.5 21.2 24.3 18.7

Grounded-SAM 26.0 14.5 21.3 16.4

w/ MLLM

SFT

LISA-7B [CVPR24] 44.4 46.0 36.8 34.1

LISA-13B [CVPR24] 48.9 46.9 44.8 45.8

GLaMM 7B [CVPR24] 47.4 47.2 - -

SegLLM 7B [ICLR25] 57.2 54.3 52.4 48.4

HRSeg 7B [ACMMM25] 56.7 55.4 54.6 51.2

HyperSeg 3B [CVPR25] 59.2 56.7 - -

w/ MLLM

RL

Qwen2.5VL 3B+SAM2 53.8 44.1 47.6 37.4

Seg-Zero 3B [arXiv25] 58.2 53.1 56.1 48.6

Seg-R1 3B [NeurIPSW25] 60.8 56.2 55.3 46.6

Ours 3B 63.7 56.3 60.0 53.1

4.4 推論領域分割における結果
表 1 に，ReasonSeg による推論領域分割の結果を示す．

比較対象として，MLLM を用いない Open-Vocabulary

Segmentation ベースラインである OVSeg [5]，ReLA [7]，
X-Decoder [23]，SEEM [24]，Grounded-SAM [12] を用い
る．また，MLLM を用いる既存手法として，LISA [4]，
GLaMM [10] ，SegLLM [16]，HRSeg [6]，HyperSeg [18]，
Seg-Zero [8]，Seg-R1 [20] と比較する．
MLLMを用いない手法は推論を必要とする参照表現によ

る対象特定が困難であり，gIoU は 20% 台にとどまる．一
方，MLLM を用いる手法は大幅に性能が向上し，gIoU は
50% 台後半に達する．提案手法は，訓練前の Qwen2.5-VL

3B + SAM2 ベースラインに対して大幅な改善を示し，
validation gIoU を 53.8 から 63.7 (+9.9)，test gIoU を
47.6 から 60.0 (+12.4) へと向上させた．また，同一バック
ボーンを用いた既存の RL 手法である Seg-Zero と比較し
ても，validation gIoU を 58.2 から 63.7 (+5.5)，test cIoU
を 48.6 から 53.1 (+4.5) へと改善した．
図 4 に，ReasonSeg のテストセットにおける定性結果

を示す．GRPO で学習されたモデルが混同しやすい対象
を誤って予測するのに対し，本手法は推論を通じて正しい
対象を特定し，適切に視覚的接地を行うことに成功してい
る．また，極めて細粒度な対象領域に対しても安定した推
定を示す．これは，知覚損失によって視覚的証拠の利用が
改善されたためと考えられる．以上の結果より，本手法は
推論能力と知覚能力の両方を改善し，最終的な推論領域分
割の正確性を高められることがわかる．

4.5 ソフトゲートと知覚損失の効果
表 2 に，各要素の寄与を示す．ソフトゲート (SG) を導

入すると，GRPO ベースラインに対してスコアが向上し，

the part of the pear that has been bitten by insects

Input Ground Truth GRPO Ours

Ours

GRPO

Query

People usually wash their hands after using the restroom. What object in the picture
provides water for hand washing?

Input Ground Truth GRPO Ours

Ours

GRPO

Query

The sink is where people typically wash their hands after using the restroom. The
faucet is the component that provides water for hand washing.

The question asks for an object that provides water for hand washing, which is
typically a sink. In the image, the sink is the most relevant object as it is the
primary fixture for washing hands. The other objects, such as the mirror and the
cabinet, do not serve the purpose of providing water for hand washing.

The part of the pear that has been bitten by insects is the small, yellowish area
near the stem.

The task is to identify the part of the pear that has been bitten by insects. The
image shows a single pear on a white surface. The pear has a greenish-brown
color with a stem at the top. There is no visible bite mark or insect damage on
the pear in the image. Therefore, the part of the pear that has been bitten by
insects is not present in the image.

🔍

図 4: ReasonSeg におけるモデルの応答．
表 2: 主要設計要素の効果．

Setting
Modification val test

Avg.

SG Prcp. DE gIoU cIoU gIoU cIoU

Naive GRPO 7 7 7 60.7 50.0 57.2 54.6 55.6

+IP+DE 7 IP 3 59.4 52.2 58.3 55.0 56.2

+SG 3 7 7 61.7 58.5 57.3 50.7 57.0

SG+IP+DE 3 IP 3 61.8 52.4 59.0 50.4 55.9

SG+LFP+DE 3 LFP 3 63.7 56.3 60.0 53.1 58.3

重要度比制御による安定化が有効であることが分かる．
IP Loss と DE Loss の組み合わせ (+IP+DE) はテスト

性能を改善するが，SG と併用した SG+IP+DE では平均
性能は十分に向上しない．一方で IP Loss を提案する LFP

Loss に置き換えた SG+LFP+DE が最良の結果を示し，ソ
フトゲートによる安定化と適切な知覚損失が相補的に機能
することを示している．

5. おわりに
本研究では，推論領域分割における推定の正確性向上を

目的として，新たなグループベース方策最適化手法 AP2O

を提案した．AP2O は学習を安定化するソフトゲート機構
と，画像の低周波情報を効果的に破壊する LFP Loss を統
合することで，推論能力と知覚能力を同時に最適化する枠
組みを実現する．実験の結果，提案手法は ReasonSeg に
おいて既存の RL 手法を一貫して上回ることを確認した．
今後は，推論過程の内容や画素粒度マスクを直接考慮し

た報酬設計の検討，および知覚損失の特性に関するより詳
細な分析を通じて，推論領域分割における知覚性能のさら
なる向上を目指す．
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