
CONFIDENTIAL EXTENDED ABSTRACT.
DO NOT DISTRIBUTE ANYWHERE.

第 29回 画像の認識・理解シンポジウム

強化学習を用いたマルチモーダル大規模言語モデルによる
動画での反復動作カウンティング推論

仇 禕誠1,a) 柳井 啓司1,b)

概要
動画における反復動作カウンティングは依然として重要

なタスクである．従来の視覚ベース手法は特定の動作パ
ターンへの過学習や解釈可能性の欠如といった性能の頭打
ちに直面している．一方，マルチモーダル大規模言語モデ
ルは汎用的な視覚理解と自然言語による推論を通じた解釈
可能性を提供するが，反復動作カウンティングにおいては
十分なカウンティング精度を達成できていない．本研究で
は，マルチモーダル大規模言語モデルの推論能力を反復動
作カウンティングに活用するフレームワーク ActRep-R1

を提案する．時間認識型タイミング検証を備えた構造化推
論データ構築パイプライン，カウント分布の偏りに対処す
る Random Count Sampling拡張，およびカウント正規化
ハイブリッド報酬を用いた強化学習を統合する．複数のベ
ンチマークにおいて最高精度を達成し，ActRep-R1の有効
性を実証した．

1. はじめに
反復動作カウンティング（Repetitive Action Counting;

RAC）は，動画中で人物が周期的動作を何回実行したかを
判定するタスクである．フィットネス動作の分析 [7]，周
期運動の解析 [10], [19]，動画の時間的理解 [5], [18] など
多様な応用を持つ．動作速度の変動，遮蔽，視点変化，動
作境界の曖昧さにより，正確なカウンティングは困難であ
る [16], [20]．従来手法は専用アーキテクチャにより着実
に進歩してきた．RepNet [4]は時間的自己類似性行列によ
る繰り返しパターン検出，TransRAC [9] は Transformer

ベースの密度マップ回帰，視聴覚融合 [28]や動作特徴学
習 [12]による精度向上，ESCounts [22]は例示フレームを
活用した訓練不要カウンティング，CountLLM [26] は動
画をクリップに分割し大規模言語モデル（Large Language

Model; LLM）で集約する手法を提案している．しかし，こ
れらは手動設計の回帰ネットワークに依存し，表現力の限
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図 1 ActRep-R1 フレームワークの全体構成．(a) 推論データ構
築，(b) RCS 拡張，(c) 2 段階訓練．

界，訓練パターンへの過学習，解釈不能な予測といった問
題から性能の頭打ちに達している．マルチモーダル大規模
言語モデル（Multimodal Large Language Model; MLLM）
[1], [2], [13], [14]は有望な代替手段を提供する．大規模実
世界データでの事前学習により広範な視覚理解能力を備え，
自然言語による段階的推論を通じた解釈可能性を有する．
Chain-of-Thought（CoT） [25] は構造化推論の引き出し
に有効であり，GRPO（Group Relative Policy Optimiza-

tion） [3], [21]は自己回帰損失でなくタスク固有指標を直
接最適化する．近年，Video-R1 [6]，VideoChat-R1 [11]，
Time-R1 [24]，VAU-R1 [29]がこれらのパラダイムを動画
理解に適用し始めている．
しかし，RAC向けの訓練データと評価プロトコルが不

足しており，既存MLLMのカウンティング精度は不十分
である．本研究では，MLLMの推論能力を RACに活用す
る ActRep-R1を提案する．主な貢献は以下の通りである．
( 1 ) 時間認識型タイミング検証を備えた構造化推論データ

構築パイプラインを提案する．
( 2 ) カウント分布の偏りに対処する RCSを導入する．
( 3 ) カウント正規化ハイブリッド報酬による強化学習訓練

フレームワークを設計する．

2. 関連研究
反復動作カウンティング．初期の RACアプローチは視覚
的周期性の検出 [16]や微分幾何的手法 [20]など手動設計
の特徴量に依存していた．RepNet [4]は時間的自己類似性
行列により繰り返しパターンを同定し，TransRAC [9]は
Transformerベースの密度マップ回帰を導入する．視聴覚
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図 2 2段階訓練パイプライン．Stage 1（SFT）：視覚エンコーダとテキストエンコーダを凍
結して微調整．Stage 2（強化学習）：G=8 の候補応答からカウント正規化ハイブリッ
ド報酬でポリシー勾配を更新．

融合 [28]や動作特徴学習 [12]に基づくカウンティング手
法も提案されている．ESCounts [22]は少数例示による訓
練不要カウンティング，IVAC-P2L [23]は不規則反復の事
前知識を活用する．CountLLM [26]は動画をクリップに分
割し LLMでカウントを集約する．
強化学習による推論強化．CoT推論 [25]は LLMの段階的
推論を引き出す手法として広く研究されている．DeepSeek-

R1 [3]はGRPO [21]で推論能力を強化し，Video-R1 [6]は
このパラダイムを動画QAに拡張した．さらに，VideoChat-

R1 [11]は時空間知覚の強化，Time-R1 [24]は時間的グラ
ウンディング，VAU-R1 [29]は動画異常理解に本パラダイ
ムを適用している．しかし，RACに特化した推論フレー
ムワークは未だ提案されておらず，動画内の反復パターン
に適した構造化推論の設計と報酬関数が求められる．

3. 提案手法
図 1にActRep-R1の全体構成を示す．構造化推論データ

構築とデータ拡張，教師ありファインチューニング（Super-

vised Fine-Tuning; SFT）による推論形式の学習，GRPO

によるカウンティング精度の最適化の 3段階からなる．

3.1 構造化推論データ構築
RACにおける構造化推論の主な困難は，反復回数が広

範囲にわたる点にある．各反復を逐次列挙する形式は高カ
ウント動画でトークン制限を超過するため，本手法では反

復回数に依存しない記述的推論形式を採用する．具体的に
は，場面知覚，動作定義，計数推論，回答の 4フィールド
で構成し，反復回数に依存しない一定長の推論チェーンを
維持する．各訓練動画について時間セグメント注釈を解析
し，セグメント長が大きく変動する動画を変動ペーシング，
リズムが一定の動画を均一ペーシングと分類する．この分
類に基づき，時間認識型のタイミングヒント，正解動作ラ
ベル，目標カウントを教師MLLMに与える構造化プロン
プトを構成する．教師MLLM [1]が動画と構造化プロンプ
トに基づき推論アノテーションを生成する．生成テキスト
は重複文の退化検出，正解との整合性を確認するカウント
照合，文境界での切り詰めと正解カウント保証を行うトー
クン制限の 3段階品質制御を経て訓練データを構成する．

3.2 Random Count Sampling（RCS）によるデータ
拡張

RAC訓練集合のカウント分布は低カウントに大きく偏っ
ており，この偏りは予測バイアスを引き起こす．先行研究
の Random Count Augmentation（RCA） [23] は逐次ク
ロップに限定され，正確なセグメント注釈を保持できない．
RCSはこれらの制約を解決し，任意位置でのランダムセグ
メント削除により逐次クロップよりも多様な時間構成を生
成するとともに，対数スケーリングに基づく分布認識型の
サブ動画数決定を導入し，オフライン生成により正確なセ
グメント注釈を保持する．層別削除比サンプリングにより
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表 1 本研究の提案手法と従来手法および商用プロプライエタリ LLM の性能比較．

カテゴリ 手法 Params
RepCount-A UCFRep Countix

MAE↓ OBO↑ MAE↓ OBO↑ MAE↓ OBO↑

時間回帰
手法

RepNet [4] – 0.995 0.013 0.998 0.009 0.364 0.303

TransRAC [9] – 0.443 0.291 0.441 0.430 – –

ME-RAC [17] – 0.353 0.402 0.487 0.460 – –

ESCounts [22] – 0.213 0.563 0.216 0.704 0.276 0.673

CountLLM [26] 7B 0.162 0.639 0.116 0.839 0.215 0.801

商用プロプライエタリ
LLM

Qwen3-VL-Plus [1] – 0.533 0.331 0.561 0.313 0.594 0.298

Gemini-3-Pro [8] – 0.576 0.341 0.612 0.318 0.648 0.302

GPT-5.4 [15] – 0.540 0.400 0.573 0.378 0.608 0.361

提案
手法

Qwen3-VL-8B + SFT 8B 0.142 0.632 0.164 0.817 0.158 0.798

Qwen3-VL-8B + SFT + GRPO 8B 0.104 0.697 0.111 0.844 0.119 0.829

低カウント領域を重点的に補完し，元のカウント分布の偏
りを是正する．

3.3 強化学習フレームワーク
訓練は図 2に示す 2段階で進行する．SFT段階では事

前学習済み MLLM [1] の視覚エンコーダとテキストエン
コーダを凍結し微調整を行い，<think>ブロックに推論
チェーン，<answer>ブロックに最終カウントを配置する構
造化推論形式を学習する．この分離により，GRPOではカ
ウント抽出と報酬計算を確実に行える．GRPO段階では
GRPO [3], [21]に基づき，各プロンプト xに対し G個の
応答 {y(1), . . . , y(G)}を生成し，以下のポリシー勾配で更新
する：

∇θL = − 1

G

G∑
i=1

A(i)∇θ log πθ(y
(i)|x) (1)

ここでグループ内相対的優位度 A(i) は以下で定義される：

A(i) =
R(y(i))− µR

σR + ϵ
(2)

R(y(i))は i番目の応答の報酬，µR と σR はグループ内報
酬の平均と標準偏差である．
カウンティングタスクに適した報酬として，精度報酬

Racc と近接報酬 Rδ の 2成分からなるハイブリッド報酬を
設計する：

Rcount(y) = exp

(
− e2norm
2σ2

norm

)
︸ ︷︷ ︸

Racc

+1[|n̂− n| ≤ 1] · α︸ ︷︷ ︸
Rδ

(3)

ここで enorm = |n̂− n|/(n+ 0.1)はカウント正規化誤差で
ある．Racc はカウント正規化により，カウント数の大小
に関わらず同一の相対的精度に対し一貫した報酬を付与
する．二値報酬のスパース性や線形ペナルティの一様な勾
配を回避する設計である．Rδ は誤差 ±1以内の予測に追
加報酬を与える．応答からカウントを抽出できない場合は
Rcount = 0とする．加えて<think>...<answer>タグの整合
性を検証するフォーマット報酬 Rformat ∈ {0, 1}を定義し，
総報酬 R(y) = Rcount(y) +Rformat(y)とする．

4. 実験
4.1 実験設定
データセット．3 つのベンチマークで評価する．
RepCount-A [9]は 9種のフィットネス動作を含む最も広
く使用される RACベンチマークである．UCFRep [27]

は 23カテゴリに拡張される．Countix [4]はフィットネ
ス以外の多様な動作を含み汎化性能のテストとして最も挑
戦的である．評価指標として正規化平均絶対誤差（Mean

Absolute Error; MAE）と OBO（Off-By-One）を使用す
る．ベースモデルは事前学習済みMLLM [1]を用い，SFT

で視覚エンコーダとテキストエンコーダを凍結した微調
整，GRPOでカウント報酬に基づく強化学習を行う．

4.2 主要結果
表 1に 3ベンチマークでの比較結果を示す．ゼロショッ

トMLLMは汎用動画理解を有しても RACでは精度が不
十分であるのに対し，SFT のみで MAE を 0.142 に低減
し，構造化推論がアーキテクチャ変更なしに体系的なカウ
ンティングを教示できることを示した．さらに GRPOに
より，SFTが確立した推論形式の上でカウンティング精度
が校正され，従来の時間回帰手法と商用プロプライエタリ
LLMの双方を上回って全 3ベンチマークで最高精度を達
成した．これは，専用アーキテクチャを必要としない汎用
MLLMベースのアプローチの有効性を示している．

4.3 定性的分析
図 3に ActRep-R1の推論出力例を示す．ActRep-R1は

正確な場面知覚，精密な動作定義，正しい計数推論を多様
な動画にわたり示す．商用プロプライエタリ LLMは強力
な汎用動画理解を有しながらも信頼性の高いカウンティン
グを達成できず誤カウントを生じる傾向があるのに対し，
ActRep-R1は構造化推論によりタスクを解釈可能なサブタ
スクに分解し，信頼性の高いカウンティングを実現する．
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Video Frames

Question
How many actions does the person perform? Think before answering,

generate your reasoning process and answer enclosed in <think>...</think>

and <answer>...</answer> tags.

... ...

<think>

The video shows a shirtless man wearing headphones, outdoors on a rubber

exercise surface, performing sit-ups. He keeps his knees bent and

repeatedly lifts and lowers his upper body as part of the exercise.

Each rep consists of lying flat on the back with knees bent and feet

secured under an object, then lifting the upper body toward the thighs by

contracting abdominal muscles before returning to the starting position. 

Tracking each repetition: 

rep1: 2.9s-7.7s, rep2: 7.7s-10.0s, rep3: 10.0s-12.2s, 

rep4: 12.2s-14.4s, rep5: 14.4s-16.7s, rep6: 16.7s-19.2s, 

rep7: 19.2s-21.9s, rep8: 21.9s-24.7s, rep9: 24.7s-28.4s, 

rep10: 31.0s-33.4s, rep11: 33.4s-35.4s,

Total count: 11.

</think>

<answer> Count Result: 11 </answer>

10.2s 12.2s 14.2s 16.9s 19.6s 22.0s 25.1s 28.4s 31.0s 33.3s 35.2s
GroundTruth：

7.8s3.0s

S-1 S-2 S-3 S-4 S-5 S-6 S-7 S-8 S-9 S-10 S-11 Count: 11

Video Length：39s, 

Correct Answer!

 Scene 

perception  

Action 

Definition

Count

Reasoning

<think>

The video shows a shirtless man outdoors on a rubber exercise surface

performing sit ups with knees bent and feet braced under a curved bar. 

One complete sit up is counted when he starts from the lowered position

with back near the ground, rises to the upright/top position, and returns

back down to the lowered position. 

Tracking each repetition:

rep1: 0.0s-2.1s, rep2: 2.1s-4.0s, rep3: 4.0s-6.0s,

rep4: 6.0s-7.8s, rep5: 7.8s-9.6s, rep6: 9.6s-11.5s

...

rep30: 53.0s-54.8s, rep31: 54.8s-56.6s, rep32: 56.6s-58.4s

rep33: 58.4s-60.2s, rep34: 60.2s-62.0s, rep35: 62.0s-63.8s,

Total count: 35.

</think>

<answer>  Count Result: 35 </answer>

 Scene 

perception  

Action 

Definition

Count

Reasoning

Wrong Answer!

ActRep-R1
（Ours）

GPT-5.4

<think>

The video shows a man performing sit-ups in an outdoor park setting. He

is shirtless and wearing shorts, with his feet anchored under a bar.

A complete repetition is defined as starting from a seated upright

position, lowering the torso backward until the back is near the ground,

and then lifting the torso back up to the initial seated position.

Tracking each repetition:

Rep1:  00:02-00:04, Rep2: 00:04-00:06, Rep3: 00:06-00:08,

Rep4: 00:08-00:10, Rep5: 00:10-00:12, Rep6: 00:12-14,

The video cuts away immediately after the 6th repetition is completed.

Total count: 6.

</think>

<answer> Count Result: 6 </answer>

3.0 pro

Action 

Definition

 Scene 

perception  

Count

Reasoning

Wrong Answer!

<think>

The video shows a shirtless man performing sit-ups outdoors on a

rubberized playground surface. He is lying on his back with knees

bent, feet anchored, and hands crossed over his chest. 

A complete "sit up" is defined as moving from the supine position

(lying flat) to a seated position where the torso is upright, then

returning to the starting supine position — one full cycle.

Let's track each repetition:

First rep: starts ~7s, ends ~11s, Second: ~12s–15s, Third: ~16s–19s, 

Fourth: ~20s–23s, Fifth: ~24s–27s, Sixth: ~28s–31s, Seventh: ~32s–35s, 

Eighth: ~36s–39s, Ninth: ~40s–43s, Tenth: ~44s–47s, Eleventh: ~48s–51s,

Twelfth: ~52s–55s, Thirteenth: ~56s–59s, Fourteenth: ~60s–63s,

Fifteenth: ~64s–67s, Sixteenth: ~68s–71s,

</think>

<answer>  Count Result: 16 </answer> Qwen3-VL-PlusWrong Answer!

Count

Reasoning

 Scene 

perception  

Action 

Definition

Time

+

Input

Output

図 3 ActRep-R1 と商用プロプライエタリ LLM の定性比較．ActRep-R1 は段階的推論によ
りカウンティングの各ステップを明示し正確な予測を出力するのに対し，商用プロプラ
イエタリ LLM は体系的な推論戦略を欠き誤カウントする傾向がある．

5. おわりに
本研究では，MLLMに構造化推論を教示し強化学習で精

度を最適化する RACフレームワーク ActRep-R1を提案
した．記述的推論形式によるカウンティングのサブタスク
分解，RCSによるカウント分布の偏り是正，カウント正規
化ハイブリッド報酬による GRPOの 3つの手法を統合し，
複数の RACベンチマークで既存手法を上回る最高精度を
達成した．専用の時間回帰ネットワークを必要とせず，汎
用MLLMのみで RACが高精度に解決可能であることを
実証した．
本研究は初期段階の成果であり，今後は各構成要素の寄

与を検証するアブレーション実験，より多様なデータセッ
トでの汎化性能評価，および実装詳細の整備を進める．加
えて，時間的接地やテスト時スケーリングなどの機能拡張

も検討する．
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