
CONFIDENTIAL EXTENDED ABSTRACT.
DO NOT DISTRIBUTE ANYWHERE.

第 29回 画像の認識・理解シンポジウム

モバイル端末向け3次元人体姿勢推定における
時空間モデリングの活用

中溝 雄斗1,a) 木村 倫太郎1,b) 柳井 啓司1,c)

概要
既存のモバイル端末向け 3次元人体姿勢推定手法は，処

理時間の制約のため時空間モデリングの活用が限定的であ
り，推定精度や時間的一貫性に課題が残る。そこで本研究
では，新たな軽量な単一フレーム推定と効率的な因果的時
空間リファインメントからなる二段階構成を提案する。実
験により，提案手法がモバイル GPU上でリアルタイム動
作を維持しつつ，ベースラインを上回る精度と時間的一貫
性を示した。

1. はじめに
3次元人体姿勢推定は，単眼画像または動画から人物の

3次元関節座標を推定する技術であり，VR/AR，スポー
ツ解析，監視，リハビリテーションなど幅広い応用を支え
る基盤技術として注目されている [2], [3], [13]。近年では，
Transformer [18]，State Space Model (SSM) [7], [8]，およ
びグラフ構造に基づく時空間統合により，3次元人体姿勢
推定の精度は大きく向上している [9], [15], [20]。特に，複
数フレームを入力として高度な時空間モデリングを施す手
法は，高い構造整合性と時間的一貫性を実現しており，時
空間モデリングの有効性を示している。
一方で，これらの高精度手法の多くは高性能 GPU上で

の固定長クリップ処理を前提としており，モバイル端末上
でのストリーミング推論にはそのまま適用しにくい。
対称的にConvNeXtPose [13]などの既存のモバイル端末

向け軽量手法はシンプルな単一フレーム推定に依存してお
り，低レイテンシ動作を実現する一方で，モデル内部で関
節間関係や時間的文脈を十分に統合できない。そのため，
構造的な妥当性や時間的一貫性の観点では依然として改善
の余地が残されている。
そこで本研究では，モバイル端末におけるリアルタイム

ストリーミング推論を前提として，3次元人体姿勢推定の
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設計を再考する。特に厳しいレイテンシ制約の下では，単
一フレームの空間バックボーンを単純に大型化するよりも，
軽量な因果的時空間モデリングに計算資源を配分する方が
有効であるという考えに基づき，軽量なフレーム単位空間
推定器（Stage 1）により関節座標を推定し，続いて過去
情報を状態として保持する因果的時空間リファインメント
（Stage 2）によって逐次的に補正することで，将来フレー
ムに依存しない低遅延なストリーミング推論を実現する。
実験の結果，提案手法は既存のモバイル端末向け手法と

比較して低い計算量で高い精度を示し，単一フレームベー
スラインに対して時間的一貫性の改善も確認した。これに
より，本手法は高精度な時系列処理とモバイル端末上での
安定したリアルタイム動作の両立を可能にし，実環境で利
用可能なオンデバイス 3次元人体姿勢推定への有効な設計
指針を示す。

2. 関連研究
2.1 3次元人体姿勢推定
既存の 3 次元人体姿勢推定手法は，大きく直接回帰型

の一段階手法と，2次元関節表現を経由する二段階手法に
分類される。一段階手法は，画像または動画から 3 次元
関節座標を直接推定するものであり，Soft-argmax系の手
法 [17]などが代表例である。この系統は，中間表現を明示
的に設計することなくエンドツーエンドに最適化できるた
め，画像中の意味的・幾何的情報を保持したまま 3次元姿
勢を推定できる利点を持つ。一方，二段階手法では，まず
画像から 2次元関節座標を推定し，その後その系列を 3次
元空間へリフティングする。VideoPose3D [14]以降，多く
の高性能手法がこの枠組みに属する。これらは低次元な関
節表現に基づくため時系列モデリングと親和性が高く，特
に Transformerベースの手法は時空間文脈を効果的に統合
することで高精度を達成している。しかしその一方で，入
力を 2次元関節列に圧縮する過程で画像空間の意味的手掛
かりが失われ，これが性能上の制約となることも指摘され
ている [16]。
また，一段階手法における回帰戦略としては，ヒートマッ

プベース回帰と直接回帰が広く用いられる。ヒートマップ
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手法は空間的な事前知識を保持しやすい反面，高解像度特
徴マップやそれに対する大規模な Softmax演算を必要とす
るため，計算量とメモリ帯域の負荷が大きい。これに対し
直接回帰は効率的であるが，局所的な空間情報を失いやす
く，精度面で課題を持つ。SAR [19]はこの両者の中間的な
設計として，局所特徴に対するオフセット回帰を導入し，
効率性と空間的事前知識の活用の両立を図っている。
さらに近年では，時空間統合のための構造として Trans-

former に加え，State Space Model (SSM) [7], [8] も注目
されている。SSMは系列長に対して線形計算量で長距離
依存を扱えるうえ，逐次更新に適した構造を持つ。特に
Mamba [8]に代表される入力依存型の状態更新は，3次元
人体姿勢推定にも応用されつつある [5], [6], [9]。ただし，
既存手法の多くはオフライン処理や双方向文脈を前提とし
ており，モバイル環境下での因果的ストリーミング推論を
主目的とした設計は十分ではない。

2.2 モバイル端末向け 3次元人体姿勢推定
モバイル端末上でのリアルタイム 3 次元人体姿勢推定

を対象とした研究としては，MobileHumanPose [4]，Con-

vNeXtPose [13]などが挙げられる。MobileHumanPoseは
MobileNet系の軽量バックボーンを採用することで，実機
上での低レイテンシ推論を実現した。ConvNeXtPoseもま
た，軽量な CNNバックボーンと簡潔な回帰ヘッドにより，
ARフィットネスなどの応用を意識した実用的な速度とよ
り優れた精度を示している。
これらの手法はいずれも，単一フレームから直接 3次元

姿勢を推定するシンプルな一段階構造を基本としており，
リアルタイム動作を達成している点で重要である。一方で，
主な焦点は空間特徴抽出と単一画像推定の効率化にあり，
逐次入力されるフレーム列をモデル内部で時空間的に統
合する仕組みは限定的である。加えて，特に近年のモバイ
ル端末向けの手法 [4], [13]では精度面の恩恵から integral

regression [17]が採用されることが多いが，これは大規模
な Softmax正規化とそれに伴う遅延を招き，単一フレーム
処理だけで 30 fps弱の処理速度となり，追加の時空間モデ
リングを組み込む余地が小さい。
したがって，モバイル端末上の厳しい計算制約の下で，

リアルタイム性を維持しつつストリーミング入力に対する
時空間モデリングを行う枠組みは，依然として十分に確立
されていない。本研究ではこのギャップに着目し，単一画
像推定の計算コストを抑えてレイテンシ予算を確保し，そ
の余裕を軽量な時空間モデリングへ再配分する統合的な
アーキテクチャを提案する。これにより，モバイル端末上
での高精度かつ低遅延な 3次元人体姿勢推定を目指す。

図 1 提案手法の概要図（拡大版を補足資料に掲載）

3. 手法
3.1 概要
本研究では，モバイル端末上で関節間および時間的関係

をモデリングする二段階アーキテクチャを提案する。提案
手法は，画像情報を関節トークンへ射影するフレーム単位
の空間推定（Stage 1）と，その関節トークン上で因果的に
情報統合を行う時空間モデリング（Stage 2）から構成され
る。概要を図 1に示す。
Stage 1 では，入力フレームから各関節の 3 次元座標，

不確実性，および集約特徴を推定し，その根拠となる画像
の特徴量を幾何学的意味を持つ関節トークンへ射影する。
Stage 2では，Stage 1の出力（関節推定値，信頼度，不確
実性表現，画像特徴）を入力とし，因果制約下で時空間統
合を行うことで，単一画像推定に内在するジッタや遮蔽に
よる失敗を補正する。さらに，近年の軽量なモバイル端末
向け手法 [4], [13]で省略されてきたルート関節の絶対深度
推定を導入し，カメラ座標系と整合したルート相対 3次元
関節座標を出力する。

3.2 Stage 1: フレーム単位の空間推定
Stage 1では，高解像度ヒートマップを生成しない直接回

帰設計を採用し，不確実性を保持する多仮説 3次元人体姿
勢推定として空間推定を行う。入力画像 It に対し，3次元
関節座標のK 個の仮説，ルート関節の絶対深度のK 個の
仮説，および後段で用いる信頼度・特徴を同時に推定する。
3.2.1 3次元姿勢座標推定
バックボーンには ConvNeXtPose [13]に基づく Batch-

Norm版 ConvNeXt（ConvNeXt-BN）を用い，アップサン
プリング層を除去して低解像度特徴マップ F ∈ RH×W×C

を直接利用する。このとき，単一画像からの 3次元推定は
本質的に不確実であるため，Stage 1では各関節座標を点
推定ではなく，各関節について K 個の仮説 {P̂′(k)

j }Kk=1 と
して保持する。学習には DistPred [11]に基づく CRPS近
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似損失を用い，精度項と仮説間多様性項を同時に最適化す
る。特に断りのない限り，学習時・推論時ともに同一の仮
説数K を用いる。
また，高密度ヒートマップ推定の代わりに，低解像度特

徴上でも効果的に動作する SAR [19]に基づく直接回帰を
採用する。これにより，モバイル GPUで典型的にボトル
ネックとなる正規化処理を回避し，Stage 2の時空間モデ
リングに必要なレイテンシを確保する。さらにモバイル実
装を考慮し，SARの定式化を離散的最大信頼度選択から連
続的な信頼度重み付き集約へ置き換え，特徴量のボクセル
化も省略する。加えて，回帰ヘッドはマルチタスクへの対
応のためMLPで実装する。
3.2.2 ルート関節の絶対深度の推定
ルート関節の絶対深度 droot についても，各グリッドか

ら専用MLPにより K 個の仮説 d
′(k)
root,g を推定する。深度

推定は画像全体の大域情報に依存しやすいため，Global

Average Poolingで得たグローバル特徴 fglobal を結合して
推定を行う。さらに RootNet [12]に従い正規化係数 kgeo

を導入する。なお，本推定にも SARの概念を導入するが，
深度専用の信頼度推定は実施せず，関節座標推定時のルー
ト関節の信頼度 sroot,g を再利用する。加えて，タスク間干
渉を避けるため，深度ヘッドおよび対応するロジット経路
から共有部への勾配伝播を停止する。

3.3 Stage 2: 時空間リファインメント
Stage 2では，ハイパーグラフに基づく高次関節関係モ

デリングと，SSMに基づく因果的時間モデリングを，スト
リーミング推論と整合する形で統合し，カメラ座標系にお
けるルート相対 3次元関節座標 pref

t ∈ RJ×3 を推定する。
3.3.1 トークン化処理
幾何的一貫性を保った時空間モデリングのため，Stage 1

の推定結果をカメラ座標系へ変換する。具体的には，得ら
れた P̂

′(k)
t,j および d̂

(k)
t,root に対して，カメラ内部パラメータ

に基づくバックプロジェクションΠ−1を適用し，絶対座標
P

(k)
t,j を得る。つぎに，ルート関節を減算してルート相対座
標 p

(k)
t,j へ変換し，仮説平均 p̄t,j と平均からの偏差∆

(k)
t,j を

算出する。これらに推定信頼度 ĉt,j と集約特徴 f̂t,j を結合
し，Stage 2の入力トークンを構成する。これにより，単
一画像推定の不確実性，信頼度，および画像由来の意味情
報を後段へ伝達する。
3.3.2 時空間モデリング
続いて，MixSTE [20]に従い，各トークンに対し，空間

モデリングと時間モデリングを L層交互に適用する。空間
層では，フレーム内関節トークン {vt,j}Jj=1をTransformer

型アテンションとMLP [18]によりモデリングする。アテ
ンション機構には，ハイパーエッジに基づく高次骨格関係
を符号化する HyperSA [21]を用いる。本研究では，計算
効率とストリーミング推論時の安定性を優先し，学習可能

ではなく固定ハイパーグラフを採用する。時間層では，関
節ごとの時系列トークン {vτ,j}τ≤t に対し，Mamba [8]に
従う S6機構を用いた SSMベース状態更新モジュールによ
り因果的時間モデリングを行う。さらに，ストリーミング
推論時のキャッシュサイズ削減のため，Mambaの因果 1D

畳み込みおよびチャネル拡張を除去し，状態更新のみで時
間モデリングを実現する。
3.3.3 出力射影
時空間モデリングの最終特徴から線形層により残差補正

∆pres
t,j，再構成座標 pnew

t,j ，およびゲートロジット glogitt,j を
推定する。シグモイド関数により得たゲート係数 αt,j を用
いて，関節ごとに残差経路と再構成経路を混合する。これ
により，Stage 1の初期推定に対する局所的補正だけでな
く，大きな再配置も可能にする。

3.4 学習戦略と損失設定
Stage 2からの勾配が Stage 1表現を不安定化させること

を防ぐため，二段階で学習する。まず Stage 1を画像デー
タで学習し，その後 Stage 1を固定して Stage 2を動画デー
タで学習する。なお，Stage 1の学習では深度関連損失を
除外することで 2次元ラベルのみ付与されたデータも利用
するが，Stage 2の学習では 3次元アノテーションを持つ
データのみを使用する。
Stage 1の学習では，関節座標についてはグリッドごと
に計算した平均推定に対する回帰損失と DistPred [11]に
基づく CRPS近似損失をを SAR [19]に準拠して空間的に
集約を行ったものを損失とする。なおこの損失は X,Y を
正規化画像座標，Z を正規化相対深度として表現した座標
空間で計算する。ルート関節の絶対深度についても同様に
グリッドごとに計算した平均損失と分布損失を空間的に集
約したものを損失とする。したがって，最終的な Stage 1

の損失はこれらの損失の和として定義される。
Stage 2の学習では，カメラ座標系におけるルート相対

3次元関節座標を用いて最適化する。KTPFormer [15]に
倣った回帰誤差（重み付きMPJPE）と時間平滑化正則化
に加え，正解骨長への一致および入力系列内骨長一貫性を
導入し，これらの和を損失として定義する。

4. 実験
4.1 実験設定
学習および評価にはHuman3.6M [10]を主に用い，Stage 1
の汎化性能向上のためMPII [1]も併用する。すべてのデー
タセットで 2 次元関節座標から人物バウンディングボッ
クスを生成し，人物領域を切り出して入力とする。学習・
推論では 18 関節表現（thorax 関節を追加）を用い，評
価時には 17関節で評価する。MPII には Human3.6M の
関節定義へ合わせる joint-mapping を適用する。評価は
ConvNeXtPose [13]におけるHuman3.6M Protocol 2に従
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表 1 ConvNeXtPose との定量比較
Model P2 MPJPE (mm) ↓ MACs (G) ↓ Params (M) ↓ GPU (FP16) (ms) ↓

w/ GT absolute root joint depth

ConvNeXtPose-XS [13] 56.6 0.82 3.53 25.99 ± 0.39

ConvNeXtPose-S [13] 51.8 1.76 7.44 31.73 ± 0.41

ConvNeXtPose-M [13] 51.05 2.82 7.59 2104.88 ± 10.93

ConvNeXtPose-L [13] 49.75 4.30 8.38 2151.13 ± 8.76

PocketSTPose (Ours) 49.93 1.02 10.69 13.49 ± 0.02

w/o GT absolute root joint depth

PocketSTPose (Ours) 50.39 1.09 11.64 14.57 ± 0.02

い，S1, S5, S6, S7, S8で学習し，S9, S11で評価する。な
お，このとき ConvNeXtPoseに準じ，評価対象フレームは
64フレーム間隔でサンプリングされる。主評価指標には
MPJPEを用い，全評価対象における平均を報告する。加
えて，時間的一貫性の指標として動画単位での骨長の分散
と変動係数（BLvar, BLcv）もそれぞれその平均を報告す
る。実機レイテンシは Samsung Galaxy S20（Snapdragon

865）上で測定し，すべてのモデルを TensorFlow Lite形式
へ変換してGPU delegate（FP16を許容する設定）で評価
する。Stage 1では ConvNeXtPose-XSのバックボーン構
成を用い，入力解像度は 256 × 256，各グリッドあたりの
サンプル数はK = 100とする。Stage 2は層数 L = 4，埋
め込み次元 256，アテンションヘッド数 8で構成する。な
お，評価では，評価対象フレームに対して先行フレームを
10 fpsでサンプリングした T = 30フレームを入力し，レ
イテンシはキャッシュを用いた 1フレームごとのストリー
ミング推論で測定する。

4.2 先行研究との比較
提案手法を，精度と実機レイテンシのバランスに優れる

モバイル端末向けの先行研究であるConvNeXtPose [13]と
比較する。表 1に，Human3.6M Protocol 2（P2）におけ
る精度，計算コスト，および実機上で測定したGPU推論レ
イテンシを示す。なお，レイテンシについては，すべて前
述の環境で実測した値を報告する。また，ConvNeXtPose

は評価時にルート関節の絶対深度の GTを用いるため，公
平な比較のために，我々の手法についてもルート関節の
絶対深度の GTを用いた結果（w/ GT absolute root joint

depth）を併せて報告する。
表 1に示すように，提案手法は，大型の ConvNeXtPose-

M/L に近い精度を，より少ない計算量で実現している。
ルート関節の絶対深度の GTを用いる同条件の比較では，
ConvNeXtPose-L の約 24%の MACs で，同等の MPJPE

を達成した。さらに，より実用的なルート関節の絶対深度
の GTを用いない設定でも，ConvNeXtPose-Mより高い
精度を，約 38%のMACsで実現している。
レイテンシの観点では，表 1 に示すように，

ConvNeXtPose-XS/Sは GPU上で数十 msで動作する一
方，より高解像度ヒートマップを用いるM/Lでは 2000ms

を超える極端な遅延が生じる。これに対し，提案手法は高
解像度ヒートマップやその正規化を必要としない。その
結果，GPU（FP16）設定で約 14msの推論時間を達成し，
ルート関節の絶対深度の GTを用いない場合でも増加はわ
ずかである。したがって，提案手法は実用条件下でも安定
したリアルタイム性能を維持することが可能である。

4.3 時空間モデリングの有効性
時空間モデリング自体の有効性を検証するため，バック

ボーンを拡張した Stage 1と比較した。ルート関節の絶対
深度のGTを用いた設定では，提案手法は拡張した Stage 1

に対して，MPJPEを 51.20mmから 49.93mmへ，BLvar

を 196.27mm2から 41.97mm2へ，BLcv を 4.49から 2.31

へ改善した。なお，この際の GPUレイテンシはそれぞれ
13.49 ± 0.02msと 15.33 ± 0.04msである。また，ルート
関節の絶対深度の GT を用いない実用設定でも，同様に
GPU レイテンシでは 14.57 ± 0.02ms と 16.40 ± 0.06ms

と，提案手法のほうが良好であるにも関わらず，MPJPE

を 55.87mmから 50.39mmへ，BLvarを 209.17mm2から
25.81mm2へ，BLcv を 4.77から 1.87へ改善した。これら
の結果は，単一フレームモデルの容量増加だけではなく，
高度な時空間モデリングそのものが関節座標精度と時間的
一貫性の両方に寄与することを示している。

5. まとめ
本研究では，モバイル端末上でのリアルタイムストリー

ミング 3 次元人体姿勢推定のための新たなフレームワー
クを提案した。軽量な単一フレーム推定と状態更新に基づ
く時空間リファインメントを分離することで，厳しいレイ
テンシ制約下でも時空間依存関係を統合できる。実機上で
約 15msのリアルタイム推論を実現しつつ，Human3.6M

Protocol 2 で 50.39mm の MPJPE を達成した。今後は，
リアルタイム性能を維持したまま非ルート相対な絶対座標
系での時空間リファインメントへの拡張が期待される。
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