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第 29回 画像の認識・理解シンポジウム

Dual Attention機構と動画拡散モデルを活用した
長尺動画のカラー化

木村 倫太郎1,a) 柳井 啓司1,b)

概要
本研究では，テキストプロンプトで色制御可能な長尺動

画のカラー化手法を提案する．中央フレームから生成した
参照画像を用いてアンカーフレームをカラー化し，その間
を動画拡散モデルで補間する．さらに Lab色空間で入力動
画の輝度を復元することで，高画質かつ時間的に一貫した
カラー動画を生成する．実験では既存手法を上回る知覚品
質を示し，また長尺動画も一定のメモリ消費で処理可能で
あることを確認した．

1. はじめに
歴史映像や記録映像にはモノクロのまま保存されている

ものが多く，それらを自然にカラー化して保存・活用した
いという需要は大きい．近年は深層学習により静止画カ
ラー化が大きく進展し，拡散モデルの導入によって自然な
発色やテキストによる色制御も可能になった．
一方，動画カラー化では時間的一貫性の確保が依然とし

て難しい．各フレームを独立に生成するとフリッカーや色
ドリフトが発生しやすく，さらに長尺動画ではフレーム数
に応じて計算コストやメモリ消費が増大する．このため，
高品質な色表現，時間的安定性，長尺動画への適用可能性
を同時に満たす手法は依然として十分ではない．
そこで本研究では，テキストプロンプトによる柔軟な色

制御と，長尺動画における一貫したカラー化を両立するフ
レームワークを提案する．提案手法では，中央フレームか
ら生成した参照画像を用いてアンカーフレームを高品質に
カラー化し，その間の中間フレームを動画拡散モデルによ
り補間することで，知覚品質と時間的一貫性を両立する．

2. 関連研究
2.1 動画カラー化
動画カラー化手法は，オプティカルフローに基づく色

伝播を用いた手法 [2], [11]，ユーザー入力を用いるスク
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リブルベース [6], [12], [19]，参照画像の色を転写する参
照ベース [4], [7], [21], [22]，エンドツーエンドの全自動手
法 [10], [15], [24]，そして自然言語によるプロンプトベー
ス手法 [3], [5], [13], [14]に大別される．従来手法では時間
的一貫性を確保しやすい一方で発色表現が限定される場合
があり，近年の生成モデルベース手法では高品質な発色が
得られる反面，フレーム独立処理に起因する色揺れやドリ
フトが課題となる．

2.2 本研究の位置づけと基盤技術
本研究は，テキストプロンプトにより動画全体の色調を

制御するプロンプトベース手法に位置づけられる．ただし，
各フレームを直接テキストから生成するのではなく，テキ
ストから得た中央フレームの参照画像を介して色を伝播さ
せるハイブリッドな構成を採る点に特徴がある．基盤技術
として，参照画像の生成には，Qwen-Image-Edit[20]を採
用する．疎にサンプリングしたアンカーフレームでの色情
報の転写には，Kosugi[8]が提案した Dual Attention機構
を導入した Stable Diffusion [18]を使用する．さらに，ア
ンカーフレーム間の中間フレームの補間には Stable Video

Diffusion (SVD) [1]を利用する．ここでは Liuら [16]の枠
組みに基づき，双方向推論と，マルチモーダル ControlNet

による構造制御を組み合わせる．

3. 提案手法
本論文では，グレースケール動画とテキストプロンプト

を入力とし，時間的一貫性と高い知覚品質を両立する動画
カラー化フレームワークを提案する．

3.1 パイプライン概要
提案手法の全体像を図 1に示す．本手法は，参照画像生

成，アンカーフレームのカラー化，中間フレーム補間，Lab
色空間での統合の四段階から構成される．
まず，入力動画の中央フレームを Qwen-Image-Editで

カラー化し，動画全体の色調の基準となる参照画像を生
成する．次に，動画から一定間隔で抽出したアンカーフ
レームを，参照画像を用いて Dual Attention付き Stable
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図 1 提案手法の全体パイプライン．

Diffusion でカラー化する．続いて，隣接するアンカーフ
レーム間の中間フレームを Stable Video Diffusionで補間
し，その際に元のグレースケール動画から抽出したエッジ
とオプティカルフローをControlNetで注入することで，構
造と動きを拘束する．最後に，生成動画の色差成分と入力
動画の輝度成分を Lab色空間で統合し，元動画のディテー
ルを保持した最終カラー動画を得る．

3.2 参照画像生成
動画全体で一貫した配色を与えるため，入力グレース

ケール動画から中央フレーム vmidを抽出し，これをテキス
ト条件付きでカラー化する．生成モデルにはQwen-Image-

Edit[20]を用い，vmidとプロンプト T を入力して，構造を
保ったカラー参照画像 Iref を生成する．得られた Iref は後
段のアンカーフレームカラー化における唯一の色参照とし
て機能し，プロンプトの意図に沿った一貫した色伝播を支
える．

3.3 アンカーフレームのカラー化
各アンカーフレームのカラー化には，Stable Diffusion

1.4をベースとし，小杉ら [8]の Dual Attention機構を導
入する．入力フレーム，参照画像，および参照画像の輝度
成分のみを抽出したグレースケール参照画像を VAEで潜
在表現へ変換し，DDIM Inversionにより拡散過程を遡っ
て各時刻の特徴を抽出する．
生成時には，入力と参照の構造対応を表す Gray-to-

Gray Attentionと，生成途中の特徴と参照色を結び付ける
Colorized-to-Color Attentionを統合する：

Adual = softmax(S(g2g)γ + S(c2c)(1− γ)). (1)

ここで，S(g2g) は入力フレームとグレースケール参照画像
の対応を，S(c2c) は生成途中の特徴と参照画像の色特徴の
対応を表す．このDual Attentionにより，入力構造を保持
しながら，意味的に対応する領域へ参照画像の色を注入で
きる．
さらに，ノイズ予測においては，Classifier-free Coloriza-

tion Guidanceを適用する．Dual Attentionによる色転写
を行う条件付き推論と，行わない無条件推論の双方を実行
し，その差分を増幅させて更新を行うことで，入力の構造
を保ちつつ，参照画像の色鮮やかさを反映した画像を生成
する．
また，さらに品質を向上させるため，必要に応じてこの

生成後の画像を新たな初期値として扱い，再度エンコード
して反転・生成を行う反復的洗練を実施する．この工程を
経ることで，SD1.4の高い生成能力を活かしつつ，参照画
像と整合性の取れた高品質なアンカーフレームを得ること
ができる．

3.4 中間フレーム補間
前段階で得られるカラー化アンカーフレームは時間的に

疎であるため，その間のフレームを補間し，時間方向に滑
らかなカラー動画を再構成する必要がある．本手法では，
Stable Video Diffusion (SVD)[1] を用いた条件付き動画生
成を行う．ただし，単純な一方向生成では，開始フレーム
から離れるにつれて誤差が累積し，終点側のアンカーフ
レームとの不整合が生じやすい．この問題は長尺動画ほど
顕著であり，時間方向に色調が徐々に崩れるドリフトの一
因となる．
そこで本研究では，AnchorSync[16]の考え方に基づき，
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表 1 DAVIS30 における定量的評価結果．
Method PSNR ↑ SSIM ↑ LPIPS ↓ FID ↓ CDC ↓ Colorfulness ↑

AutoColor (CVPR2019) [10] 24.41 0.915 0.264 83.05 0.003734 14.14

DeepExemplar (CVPR2019) [22] 21.78 0.846 0.325 77.26 0.004006 28.82

DeepRemaster (TOG2019) [7] 21.95 0.848 0.354 97.54 0.005098 25.66

TCVC (CVM2024) [15] 25.17 0.921 0.239 74.94 0.003649 21.72

VCGAN (TMM2023) [24] 23.90 0.910 0.247 70.29 0.005303 15.89

ColorDiffuser (ACMMM2025) [14] 23.73 0.939 0.213 69.51 0.003607 29.13

VanGogh (arXiv2025) [5] 23.20 0.939 0.191 – – 60.09

L-C4 (arXiv2026) [3] 25.69 0.933 0.209 – 0.003114 29.33

Ours 26.28 0.942 0.117 61.50 0.003965 43.51

表 2 Videvo における定量的評価結果．
Method PSNR ↑ SSIM ↑ LPIPS ↓ FID ↓ CDC ↓ Colorfulness ↑

AutoColor (CVPR2019) [10] 25.90 0.925 0.277 76.28 0.001668 13.23

DeepExemplar (CVPR2019) [22] 20.63 0.831 0.348 76.63 0.002011 32.44

DeepRemaster (TOG2019) [7] 21.88 0.856 0.358 86.23 0.003607 28.72

TCVC (CVM2024) [15] 25.18 0.929 0.273 76.02 0.001629 18.89

VCGAN (TMM2023) [24] 24.67 0.919 0.276 63.83 0.002998 14.90

ColorDiffuser (ACMMM2025) [14] 25.27 0.951 0.205 66.11 0.001591 20.73

L-C4 (arXiv2026) [3] 25.17 0.939 0.198 – 0.001572 32.59

Ours 27.38 0.949 0.107 65.53 0.002446 38.98

隣接する 2枚のアンカーフレームを始点・終点条件として
用いる双方向補間を採用する．さらに，元のグレースケー
ル動画から抽出した構造情報と動き情報を ControlNet[23]

により SVDへ注入し，単なる見た目の補間ではなく，入
力動画の形状変化や運動に沿ったカラー補間を行う．
3.4.1 構造・動作制約の導入
単純な補間では，元動画の中間フレームと異なる形状や

運動を持つ画像が生成される可能性がある．そこで本手法
では，各フレームに対して Cannyエッジとオプティカル
フローを抽出し，これらをマルチモーダル ControlNetの
条件入力として用いる．エッジは物体境界や輪郭の保持に
寄与し，オプティカルフローは時間方向の動きの整合性を
与える．
抽出された条件特徴は，SVDの U-Net各ブロックへ注

入される．これにより，生成される中間フレームは，アン
カーフレームから受け継いだ色彩を保ちながらも，元のグ
レースケール動画に含まれる構造変化や運動パターンに忠
実なものとなる．特に，人物や物体の移動が大きい場面で
も，境界の破綻や不自然な色のはみ出しを抑制できる．
3.4.2 双方向時間融合
一般的な SVDは，開始フレームのみを条件として時間

順方向に生成を進めるため，シーケンス後半で誤差が累積
しやすい．本手法ではこれを避けるために，始点アンカー
f ′
i を条件とした順方向生成と，終点アンカー f ′

i+1 を条件
とした逆方向生成を並行して行う．順方向生成で得られ
る潜在表現を Zforward，逆方向生成で得られる潜在表現を
Zreverse とする．
各デノイジング段階において，両者の潜在表現を以下の

ように融合する：

Zfuse
j = αZforward

j + (1− α)Zreverse
j . (2)

ここで αは時間位置に応じた重みであり，始点付近では順
方向の寄与を大きく，終点付近では逆方向の寄与を大きく
する．この融合により，中間フレーム列は始点・終点の両
アンカーフレームと整合し，区間全体として滑らかな遷移
を実現する．
さらに，この双方向融合は色の時間的安定化にも寄与す

る．一方向生成では後半に向かうほど色が徐々に変化する
傾向があるのに対し，本手法では終点側のアンカーフレー
ムからも制約が与えられるため，区間全体で色調のブレを
抑えられる．この処理をすべてのアンカー区間に対して繰
り返し，区間ごとの結果を連結することで，長い動画全体
に対しても安定したカラー化を実現する．

3.5 Lab色空間での統合
中間フレーム補間により時間的に整合したカラー動画は

得られるが，拡散モデルの生成過程ではテクスチャの低下
や軽微なアーティファクトが生じることがある．一方，入
力グレースケール動画は高周波成分や細部構造を保持して
おり，構造情報としての信頼性が高い．
そこで本手法では，生成動画 Vgenと入力動画 Vinを Lab

色空間に変換し，Vgen から色差成分 a∗, b∗ を，Vin から輝
度成分 L∗ を抽出して再結合する．これにより，生成され
た色彩を維持しつつ，元動画の解像感と細部構造を復元し
た最終動画を得る．
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図 2 (a) 従来手法と提案手法によるカラー化結果の比較．(b) 異なるプロンプトによる生成結
果の比較．(c) 長尺動画のカラー化結果．

4. 実験
4.1 実験設定
評価には DAVIS30[17]および Videvo[9]を用いた．アン

カー間隔は K = 24 とし，共通プロンプトとして “Col-

orize it naturally with colorful tone.” を用いた．評価指
標には PSNR，SSIM，LPIPS，FID，CDC，Colorfulness

を採用し，画質・知覚品質・時間的一貫性を多面的に評価
した．比較対象にはAutoColor，DeepExemplar，DeepRe-

master，TCVC，VCGAN，ColorDiffuser，L-C4，VanGogh

を用いた．

4.2 定量的評価
DAVIS30および Videvoにおける定量評価では，提案手

法は PSNR，SSIM，LPIPS，FIDの主要指標で高水準の
性能を示した．特に LPIPSは DAVIS30で 0.117，Videvo

で 0.107と最良であり，知覚品質の高さが確認できた．ま
た，Colorfulnessも高く，鮮やかさと自然さを両立してい
る．一方，CDCでは時間的一貫性に特化した手法に及ば
ない場合もあるが，双方向補間と色伝播により長尺動画で
も実用上十分な安定性を維持した．

4.3 定性的評価
図 2(a)に従来手法との比較結果を示す．AutoColor[10]

や VCGAN[24]では全体的に彩度が低く色が滲む傾向があ
り，DeepRemaster[7]では時間の経過とともに色の一貫性
が失われる．一方，提案手法は参照画像の色情報を安定し
て反映し，アンカーフレーム間でも色調の一貫性が保たれ
ている．また，中間フレームにおいても ControlNetによ
る構造拘束が有効に働き，動きのある場面でもエッジの破

綻が少なく，滑らかなカラー化が得られた．
4.3.1 プロンプトによる制御
図 2(b)は，同一のグレースケール動画に対して異なる

テキストプロンプトを与えた場合の結果である．上段は自
然なカラー化のみを指示した場合，下段は「男性のスーツ
は青，女性のシャツは黄色」と具体的に指定した場合であ
る．提案手法では，第一段階の参照画像生成において高い
言語理解能力を持つモデルを用いているため，プロンプト
を変更するだけで，ユーザーの意図に応じた配色を動画全
体へ一貫して適用できることが確認された．
4.3.2 長尺動画への適用
図 2(c)は，300フレームを超える長尺動画を用いた結果

である．従来の動画カラー化では，動画長に比例して計算
コストやメモリ消費が増大することが課題であった．これ
に対し提案手法では，動画全体をアンカー区間ごとに分割
して処理するため，メモリ消費量を約 22GBに抑えつつ長
尺動画を処理できる．結果として，長いシーケンス全体を
通しても色調のブレや破綻が少なく，安定したカラー化が
実現された．

5. おわりに
本研究では，テキストプロンプトによる色制御と時間的

一貫性を両立する長尺動画カラー化手法を提案した．中央
フレームから生成した参照画像を用いた Dual Attention

ベースのアンカーフレームカラー化と，ControlNet付き
SVDによる双方向補間を組み合わせることで，高い知覚品
質と時間的安定性を実現した．DAVIS30および Videvoで
の実験により有効性を確認し，長尺動画も一定のメモリ消
費量で処理可能であることを示した．今後は，複数参照フ
レームの利用，激しい運動や多物体シーンへの対応，シー
ンチェンジを含む動画への拡張を進める．
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