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DeepTasteDM:

拡散モデルを用いたリアルタイム食事変換ARシステム

唐澤 香梨菜1,a) 中野 萌士2,b) 柳井 啓司1,c)

概要
本研究では，拡散モデルを用いてリアルタイムに食事変

換を行う拡張現実（AR）システムであるDeepTasteDMを
提案する．高品質な画像生成が可能な拡散モデルとリアル
タイムビデオ変換フレームワーク StreamV2Vを採用し，
プロンプト入力による柔軟な視覚提示が可能である．加え
て，食事領域のセグメンテーションや LoRAによるドメイ
ン適応，アフィン変換を併用し没入感の高い食事変換 AR

システムを実現した．

1. はじめに
特定の食事（例：ラーメン）の味を再現し提示する場合，

提示方法が確立している視覚情報とは異なり，単純な基本
五味の組み合わせではラーメンの味を再現することは難し
い．一方，味覚は視覚や嗅覚等からの影響を受け，異なっ
た味のように感じられる．このクロスモーダル知覚を応用
し，視覚情報を操作することで味覚を操作する研究が行わ
れている．例えば，先行研究 [1]では StarGAN[2]を用い
た画像生成と拡張現実（AR）により，味を操作可能であ
ることを示している．我々は，StarGANの代わりに目覚
ましく発展する拡散モデルを用いることで，高精度かつプ
ロンプト入力によって柔軟な画像変換を可能とし，味覚操
作研究の応用性を拡大できるのではないかと考えた．しか
し，拡散モデルを ARへ適用する場合，計算コストによる
レイテンシが課題である．
本研究では, 食事の外観を高速に変換する ARシステム

の作成を目的とする. より本物に近い食品の見た目を提示
するため，高品質な画像生成が可能な拡散モデルを使用し,

さらにリアルタイムに近い画像変換を目指し StreamV2V

を活用する. また食事領域のみに対し画像変換を行うこと
で, AR食事体験による没入感を高め, 視覚提示による味覚
操作の効果をより強く引き出すことを狙いとしている．
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図 1: 本研究の概要図．ユーザは ARシステムを用いて，
実際の食事の見た目をプロンプトで入力した食事の見た目
に変更することができる．入力画像：チャーハンの食品サ
ンプル．出力画像：入力画像から生成し重畳表示されたカ
レーライス画像．

2. 関連研究
2.1 ARを用いた食事の外観変換
ARは現実世界にバーチャルな要素を重畳する技術であ

り，ユーザはスマートフォン・ARグラスなどのデバイス
を通して，コンピュータで生成された情報・画像などと関
わることができる．この技術を用いて，実際の食事を異な
る食事の外観へと変化させる味覚ディスプレイの研究が行
われている．視覚等の影響によって実際の味が変化するク
ロスモーダル知覚を利用したこれらの研究は，画像処理や
生成技術の進歩に伴い，より大きな味覚操作効果が期待さ
れる．
FoodChangeLens[3] で は ，HoloLens と Conditional

CycleGAN[4]を利用し，実際の食品形状を考慮した 10種
類の食事カテゴリ変換 ARシステムを作成した．AR Food

Changer[5] では Mask R-CNN を用いた物体抽出と二値
化画像による食品の輪郭抽出を組み合わせることで，高
精度なテクスチャ変換を実現した．本研究の基となった
DeepTaste[1] では StarGAN [2] と AR を用いて，動的に
食品の外観を変更できる味覚操作システムを作成した．
StarGANは UECFOOD-100[6]および Xから収集した追
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加画像で学習されており，そうめんから焼きそば，白米か
らカレーといった 10種類の食事変換に対応している．本
研究では，StreamV2V[7]を用いた高品質でプロンプト入
力による柔軟な食事変換を実現し，DeepTasteの味覚操作
効果の向上を目的とした．

2.2 食事画像生成
Stable Diffusionなどの画像生成 AIは広範なデータセッ

トから学習されており，多様な画像生成が可能である．そ
の学習データには食事画像も含まれているが，あくまで一
部に過ぎず食品領域に特化しているわけではない．そのた
め拡散モデルを用いてより高品質かつ魅力的な食事画像
を生成する試みが多数なされている．FoodFusion[8]では
LAION-5Bデータセットから高品質な食事画像を選び構築
した LAIONFoodデータセットを学習することで，よりリ
アルな食事画像生成を実現した．また CW-Food[9]では画
像から抽出されるプライベート特徴とテキストから得られ
るクラス内特徴を融合し，さらに LoRAを使用することで
リアルで多様な食事画像生成を可能にした．
このように食事という特定のドメインに特化した高品質

な画像を生成するためには，学習画像データの調整や，軽
量なパラメータを追加して学習を行う LoRAの活用などが
一般的である．特に LoRA[10]はモデルの重みを固定した
まま低ランク行列のみ学習させることで，計算資源やメモ
リ消費を大幅に削減しつつ，ターゲットとなるドメインを
効率的に学習でき，特定のドメインに特化させる際は有効
な手法として広く用いられている．

2.3 StreamV2V

拡散モデルは高品質な画像を生成できる点で従来の生
成モデルより優れているが，逆拡散過程において反復的
なノイズ処理を行うために生成速度が遅いという課題が
ある．この生成を高速化する試みとして Latent Consis-

tency Models[11]や LDDGAN[12]，また動画領域において
は TurboDiffusion[13]，StreamDiffusion[14] などの研究が
盛んに行われている．これらを踏まえ本研究ではユーザ
プロンプトを用いたリアルタイムビデオ間変換が可能な
StreamV2V[7]を活用する．
StreamDiffusion では StreamBatch により待ち時間を

最小限に抑え高速な処理を可能にした．それを踏まえ，
StreamV2Vではストリーミング方式によりフレーム数を
無限にサポートし，過去のキー・バリューを参照する拡張
Self-Attention機構や，過去フレームの情報を維持する特徴
バンクを導入している．これにより処理の高速性を維持し
たまま，時間的一貫性を維持する能力が特徴となっている．

3. 手法
本システムの概要図を図 2に示す．本研究では，拡散モ

デルがもつ高い表現力を維持しつつ，リアルタイムで動作
する食事変換 AR システムを提案する．本システムでは
高速な拡散モデルである StreamV2Vをベースとし，毎フ
レームの画像生成を行うのではなく，カメラのフレーム間
の動き量に応じて処理を切り替えるパイプラインを構築し
た．すなわち，ユーザの視点変化や食事領域の変化が少な
い場合は，時間のかかる拡散モデルの推論をスキップし，
前フレームの変換結果をアフィン変換によって高速に変
形する．また食事領域の認識と高速追跡を両立するため，
DeepLabV3によるセグメンテーションとDeAOT[15]によ
るリアルタイム追跡を組み合わせた．

図 2: 本システムの概要図

本研究のシステムは，Unity 2018.2.9f1を用いたクライ
アントと Python 3.10.16を用いた Flaskサーバで構築され
る．最初に，HTC VIVE Pro 2のフロントカメラから取得
した入力画像の中心から 512 × 512の範囲でクロップした
画像を，共有メモリによるプロセス間通信を用いてサーバ
に送信する．同時に，プロンプトとメタデータもクライア
ントからサーバに送信する．次にサーバは，送られた画像
に対して画像処理を行った後，変換画像を生成し，クライ
アントに送り返す．最後にクライアントは，受け取った生
成画像をフロントカメラの映像に重畳表示する．サーバで
の画像処理では，DeepLabV3[16]による食事領域のセグメ
ンテーション，変換画像生成，およびレイテンシ短縮のた
めのアフィン変換を行う．HTC VIVE Pro 2と Intel Core

i7-9700K，NVIDIA RTX 6000 Adaを用いた環境で計測し
た結果，フレームレート：約 14 [fps]，レイテンシ：約 130

[ms]で生成画像の重畳表示に成功した．

3.1 食事領域セグメンテーションと追跡
自然な食事変換を達成するため，背景や食器は入力画像

のまま維持することが望ましい．そこで本システムではセ
マンティックセグメンテーションモデルであるDeepLabV3

を用いて，食事領域を抽出する．また動画物体領域追跡モ
デルである DeAOTにより食事領域マスクを追跡・再利用
する．このように食事領域マスクを保持することで，滑ら
かな画像変換を可能にしている．
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実際の処理ではマスクを基に食事領域以外を白背景に置
き換えた画像を StreamV2Vに入力し，食事のみの変換画
像を生成する．最終的に，変換画像の食事領域のみをフロ
ントカメラからの入力画像に重畳することで，背景や皿は
変換せず食事のみの変換を行い，没入感の高い AR表示を
可能にした．セグメンテーション処理の例を図 3に示す．

(a) 入力画像 (b) セグメン
テーション

(c) 画像変換 (d) アフィン変
換

図 3: セグメンテーションとカレーへの画像変換の例

3.2 LoRA

ベースとなる拡散モデルの学習データは西洋料理が中心
であり，和食や中華料理を対象とした場合，本来とは異な
る外観の画像が生成される．また入力画像によるブレやノ
イズに対し，生成品質が不安定になる問題も存在する．そ
こで本研究では LoRAを使用することで多様な入力環境下
でも安定した食事画像変換を行う．

(a) LoRAなし (b) LoRAあり
図 4: 冷やし中華画像変換における LoRA有無の比較

図 4 に示すように LoRA を使用することでより理想
的な食品画像が生成可能になる．学習には kohya-ss/sd-

scripts*1を利用し，学習データにはUECFoodの解像度 512

× 512，食事以外を白背景にした画像を使用した．

3.3 入力画像に対する食事領域の大きさ
StreamV2Vへの入力画像に対する食事領域の大きさと

生成画像の品質の関係を以下の図 5に示す．フロントカメ
ラと食事が離れると StreamV2Vへの入力画像に対する食
事領域も小さくなり，白背景に影響されリアルな食事画像
が生成されなかった．また入力画像に対する食事が大きい
場合でも粗い画像が生成されてしまうことが分かった．そ
のため，本システムでは入力画像に対する食事領域の大き
さを 60%と固定している．

*1 https://github.com/kohya-ss/sd-scripts

図 5: 入力画像に対する食事領域の割合の比較
3.4 アフィン変換
拡散モデルは推論コストが大きいため，毎フレーム推論

を行うと大きなレイテンシが生じる．一方で食事中のユー
ザの頭部運動は比較的緩やかであり，視点変化が小さい
シーンも多い．このような時は前フレームの生成結果を表
示し追従させる方が望ましい．そこで本研究では毎フレー
ム変換をするのではなく，フレーム間の食事領域での類似
度に基づいて処理を切り替える．前フレームで追跡してい
た食事領域マスクと現フレームのマスク間の IoUが 0.3以
下の場合は新たな画像を生成する．IoUが 0.3より大きい
場合は，保持している変換画像と入力画像の食事領域の輪
郭からアフィン変換を行う．これにより，重い画像生成処
理を効果的にスキップし，リアルタイム性を担保している．

3.5 スレッド
画像受信，セグメンテーション，画像変換，アフィン変

換，画像送信の一連の処理を単一スレッドで実行すると，
高負荷な画像変換中は他の処理を行うことができず，クラ
イアント側の HMD (Head-Mounted Display) 表示映像が
フリーズしてしまう．時間を要する画像生成のバックグラ
ウンド実行中であっても，クライアント側はアフィン変換
による追従処理を継続し，滑らかな描画を維持する必要
がある．そこで本研究では画像受信スレッド，画像生成ス
レッド，アフィン変換スレッド，画像送信スレッドの 4つ
のスレッドを立ち上げる並列処理構造を構築した．これに
より各処理間の待機時間を減らし，重い画像生成タスクと
軽量な追従タスクを並列に動作させることで，描画の低遅
延化と滑らかな映像出力を実現している．

3.6 デモ展示内容
デモ発表では，提案システムの実機デモを展示する．会

場には，フロントカメラを搭載したHMDと，画像変換サー
バとして機能するノート PCを配置する．ユーザは HMD

を装着し，ブース内に用意された食品を観察する．カレー
やピザなどのプロンプトを入力すると，リアルタイムに別
料理へと変換される体験が可能である．

4. 実験・考察
本システムによる食事変換の視覚的品質および時間的一

貫性を検証するため，変換実験を行った．なお拡散モデル

3

https://github.com/kohya-ss/sd-scripts


第 29回 画像の認識・理解シンポジウム

には”Jiali/stable-diffusion-1.5”を使用し，ハードウェア環
境には NVIDIA RTX 6000 Ada Generationを用いた．

4.1 変換結果
従来システムである DeepTaste（StarGAN）と提案シス

テムの変換結果の比較を図 6に示す．上段は DeepTaste，
StarGANでの変換結果，中段は本システムの変換結果で
あり，下段には画像変換時に使用したテキストプロンプト
を示している．

(a) うな重 (b) 冷やし中華 (c) ラーメン (d) 焼きそば

(e) (f) (g) (h)

(e) “unadon, grilled eel with sweet soy glaze, lacquered bowl,

sansho pepper, char-grilled marks”

(f) “hiyachu, hiyashi chuka, colorful toppings, shredded

ham, cucumber, egg, cold noodles, ice cubes”

(g) “ramen, rich tonkotsu broth, soft boiled egg, nori, chashu

pork, oil droplets on surface”

(h) “yakisoba, brown sauce glaze, red pickled ginger, aonori

seaweed, steaming hot”

図 6: DeepTasteと本システムの比較結果

上段の StarGANでは机や食器などの背景を含めた入力
画像全体を変換していた．またうな重や焼きそばの変換結
果においては，白米や麺に対し簡易的な着色に留まる傾向
が見られた．一方で提案システムでは机や食器の外観が維
持されており，よりリアルで没入感が高い結果となってい
る．またうな重のうなぎやラーメンののりなど具材が現
れたり，麺の質感が表現されていたりなど高品質でディ
ティールが鮮明な変換結果となっており，拡散モデルと
LoRAの有効性が確認できる．

4.2 時間的一貫性
以前に採用していた StreamDiffusionと時間的一貫性を

考慮した提案システムの StreamV2Vおよびアフィン変換
との時系列比較を図 7に示す．毎フレーム独立して画像変
換を行う図 7(a)では，カメラの微小な動きに伴って 1フ
レームごとにカレールゥの色が激しく変化しており，食事
変換 AR として適していなかった．これに対し本手法の
図 7(b)では変化が少ないシーンでは前フレームの結果を

(a) フレームごとに変換した結果

(b) 時間的一貫性を考慮した変換結果
図 7: 時間的一貫性を考慮した前後の比較

保持するため，画面のちらつきが少なく自然な変換結果と
なった．

4.3 限界と今後の展望
本システムでは DeepLabV3によるセグメンテーション

に依存しているため，図 8 に示すようにユーザの手を食
事領域の一部として誤認識してしまうことがある．この場
合，手を含んだマスクの形状変化に合わせてアフィン変換
が行われるため，変換結果が不自然に引き延ばされてしま
う．今後はより高速かつ高精度なセグメンテーションモデ
ルの導入や手の遮蔽を考慮したパイプラインへの拡張を予
定している．

図 8: 手を誤認識した結果

5. 結論
本研究では，拡散モデルを用いたリアルタイム食事変換

ARシステムである DeepTasteDMを提案した．拡散モデ
ルや LoRA を導入することで，従来の GAN では困難で
あった高品質な画像生成と，テキストプロンプトによる柔
軟な食事変換が可能になった．さらに食事領域セグメン
テーションやアフィン変換への適応的切り替え，スレッド
並列処理を構築することで，時間的一貫性とリアルタイム
性を両立した．今後は手の誤認識に対し，高精度かつ高速
なセグメンテーションモデルやオクルージョンを考慮した
変換方法の導入により実用性の向上を目指す．
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