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Point-MF: Mean Flowsを用いた高速な単一画像点群生成

馬場 雄大1,a) 柳井 啓司1,b)

概要
単一画像からの点群再構成では, 1枚の RGB画像のみか

ら, 遮蔽領域を含む完全な 3次元形状を推定する必要があ
る. 拡散モデルベースの手法は高精度である一方, 多数の
デノイジング反復を要するため, 推論が低速かつ高コスト
になりやすい. 本研究では, 低 NFEな単一画像点群再構成
のための Mean Flow ベース手法 Point-MF を提案する。
Point-MF は, VAE ベースの潜在表現を用いず, 点群空間
上で平均速度場を直接学習することで, 1回のネットワー
ク関数評価（1-NFE）によるワンステップ再構成を実現す
る. さらに、大きな時間区間のジャンプに対応するため, 凍
結した DINOv3 特徴を軽量トークンアダプタで導入し, 区
間・時刻条件付けを備えた Diffusion Transformer を採用
する. また, 予測速度場から得られる denoised-space 推定
値 xθ に対し, 集合距離に基づく補助損失 Denoised Space

Anchor を導入することで, 大ステップ生成を安定化し, 外
れ値や点密度の不均一性を抑制する. ShapeNet-R2N2 お
よび Pix3D における実験により, Point-MF は, 多段拡散
ベースラインおよび feedforward 型手法と比較して, 再構
成品質と推論速度の良好なバランスを達成し, ミリ秒オー
ダーの低遅延で高品質な点群を生成できることを示す.

1. はじめに
単一画像からの点群再構成は，1枚の画像に含まれる可

視情報のみから，不可視領域を含む完全な 3次元形状を推
定する必要があるため，本質的に不良設定な問題である．
この課題は，AR/VR における空間理解や視覚提示，なら
びに把持やナビゲーションを含むロボティクスの環境認
識において重要であり，実運用では低遅延な推論が求めら
れる．
点群は，前処理が比較的容易で，出力解像度を柔軟に制

御できることから，3次元再構成の中間表現として有用で
ある [3], [16], [20], [25], [52]．
既存の 3 次元再構成手法は，大きく feedforward 型手

法 [2], [8], [15], [17], [26], [38], [48], [49] と拡散モデルベー
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図 1 単一画像からの点群再構成手法の比較．代表的な拡散モデル
ベース手法 (a), Point-MF (b)

ス手法 [6], [7], [18], [21], [24], [30], [31], [32], [35], [36], [40],

[51], [53] に分類される．前者は高速であり，点群再構成で
は RGB2Point [26] が強力なベースラインであるが，不可
視領域に対する複数の妥当な解を表現しにくく，過度に平
滑化された再構成を生じやすい．一方，後者は確率的生成
により不確実性を扱えるが，反復的サンプリングに伴う多
数のネットワーク関数評価（network function evaluation,

NFE）を要し，推論コストが高い（図 1-(a)）．
Mean Flow [11] は，Flow Matching [29] に基づく平均

速度場を直接予測することで，NFE の削減を目指す手法
である．しかし，その主な実証は事前学習済み VAE によ
る潜在空間上で行われてきた．点群の潜在オートエンコー
ディングは，近傍ベース演算 [9], [34], [42], [50]やスパー
ス 3次元畳み込みを含む複雑な構造 [13], [53], [55], [57]に
依存することが多く，実装・最適化の負担が大きい．加え
て，このような動的演算はエッジデバイス向け形式への変
換も容易ではない．
これらの課題に対し，本研究では，VAE ベースの潜在

表現に依存せず，点群空間上で生成過程を直接定式化す
る Mean Flow ベースの低 NFE単一画像点群再構成手法
Point-MF を提案する（図 1-(b)）．VAE を用いない場
合，速度場からの生成では形状多様体からの逸脱や外れ値
が生じやすい．そこで，速度場から誘導される denoised

estimate xθ に集合距離ベースの補助損失を導入し，生成
を安定化する．合成・実画像データセットでの実験により，
提案手法の有効性を示す．主な貢献は以下の通りである．
• 我々の知る限り初めて，単一画像からの点群再構成
に対する Mean Flow ベースの低 NFE生成フレーム
ワークを導入し，latent-free な条件付き点群生成手法
Point-MF を提案する．

• 少数ステップ生成で生じやすい形状逸脱を抑制するた
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め，denoised estimate xθ に対する集合距離ベースの
補助損失を導入し，データ空間における幾何学的一貫
性を直接促進する．

• ShapeNet-R2N2 および Pix3D における実験を通し
て，提案する pose-free な手法が，既存の feedforward

型手法および反復的な拡散モデルベース手法と比較し
て，再構成品質と推論効率の両立に有効であることを
示す．

2. 関連研究
2.1 画像からの 3次元再構成
画像に基づく 3 次元再構成では，メッシュ，ボクセ

ル，点群，陰関数場など多様な表現が用いられてき
た [8], [37], [38], [41], [48]．中でも点群は，構造が比較
的単純で解像度制御が容易なため，単一画像条件付き再
構成の表現として広く用いられている．RGB2Point [26]

は feedforward による高速な点群生成を実現する一方，
PC2 [36] や BDM [51] などの拡散ベース手法は高品質な再
構成が可能である反面，多数の NFEを要する．本研究は，
この両者の間を埋めるべく，latent-free かつ低 NFEな点
群生成を目指す．

2.2 拡散モデルおよびフローベースモデル
拡散モデルおよびフローベース生成モデルは，事前分布

からデータ分布への写像を連続時間の軌道として定式化
し，速度場やスコア関数を学習する [14], [29], [46]．高品質
な生成が可能である一方，推論時には数値積分に基づく反
復更新を必要とする．近年では，復元された clean output

x0 に対する補助損失が拡散モデルや少数ステップ生成の
改善に有効であることが報告されており [1], [28]，本研究
ではこの考え方を点群生成に拡張する．

2.3 少数ステップ生成モデル
標準的な拡散モデルおよびフローベースモデルは，多段

の数値積分を前提としている．これに対し，低 NFE生成
を目的として，大きな時間更新を直接学習する少数ステッ
プ生成モデルが提案されている [10], [11], [22], [45], [56]．
Mean Flow [11] は，2 時刻間の平均速度場を直接パラ

メータ化する手法であり，その後も改良が提案されてい
る [12], [27], [33], [54]．一方，Pixel Mean Flows [33] は，
latent-free な高次元空間では単純な平均速度場の直接予測
が難しいことを示している．点群も N 点集合として R3N

に属するため，同様の課題を抱えうる．そこで本研究では，
Mean Flow を点群空間へ導入し，denoised estimate を集
合距離損失（DSA）で拘束することで，1ステップ生成を
安定化する．

3. 予備知識: Mean Flows

Mean Flow (MF) [11] は，Flow Matching における瞬間
速度場 vの代わりに，2時刻間の平均速度場 uを直接学習
することで低 NFE生成を可能にする．区間 [r, t] における
平均速度場は

u(xt, r, t) =
1

t− r

∫ t

r

v(xτ , τ) dτ (1)

で定義され，対応する更新は xr = xt − (t − r)u(xt, r, t)

となる．本研究では，単一画像条件付き点群再構成のた
めに classifier-free guidance (CFG) を組み込んだ条件付き
Mean Flow を用い，学習には次の目的関数を用いる：

LMF-CFG(θ) = E
[
∥uθ(xt, r, t | c)− sg(utgt)∥22

]
. (2)

詳細な導出および utgt の構成は Supplementary Sec. A に
示す．

4. 提案手法
4.1 アーキテクチャ
アーキテクチャの詳細は Supplementary Sec. B に譲り，

本論文では主要な設計のみを述べる．全体概要を図 2 に
示す．本手法では，凍結した DINOv3 [4], [44] により入力
画像からグローバル特徴 zimg とパッチ特徴 Zctx を抽出
し，それらを Diffusion Transformer (DiT) に入力して平
均速度場 uθ(xt, r, t | c) を予測する．グローバル特徴は時
刻埋め込み et(t) および区間長埋め込み edt(dt) とともに
AdaLN-Zero の条件ベクトルとして用い，パッチ特徴は軽
量アダプタを介して Cross-Attention のコンテキストとし
て与える．
DiT は Self-Attention，Cross-Attention，MLP からな

るブロックを積層した構造をとる．また，点群は順序を持
たないため，インデックス依存の位置埋め込みを用いず，
置換等変性を保ったまま各点に対する速度場を予測する．
さらに，凍結 DINOv3特徴を点群生成へ適応させるため，
画像側に軽量な Post-MHSA Adapter (PMA) を導入する．
PMA は画像パッチ特徴間の相互作用を一度だけ計算し，
各 DiT ブロックに適した形へ再射影することで，条件表
現を強化する．

4.2 損失関数
4.2.1 Denoised Space Anchor

Mean Flow では区間平均速度場を用いて大きな時間更
新を行うため，予測速度の誤差が最終的な位置誤差へ増幅
されやすい．また，点群は順序を持たない集合であるため，
速度場のみの回帰では，最終的な再構成における幾何学的
一貫性が必ずしも保証されない．そこで本研究では，図 3

に示すように，予測された平均速度場から denoised-space
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図 2 Point-MF アーキテクチャの全体像．

図 3 Denoised Space Anchor (DSA) の概念図．

上の再構成点群を xr = xt − (t− r)u(xt, r, t)にて r = 0と
して,

xθ(xt, r, t | c) = xt − t uθ(xt, r, t | c) (3)

を構成し，これを正解点群 xGT
0 に直接整合させる補助損

失 Denoised Space Anchor (DSA) を導入する．点群
は順序を持たないため，本研究では集合距離として点間の
1対 1の対応を確率的に計算する, Adaptive Probabilistic

Matching Loss (APML) [43] を用いる．DSA は次式で定
義される：

LDSA = LAPML

(
xθ(xt, r, t | c), xGT

0

)
. (4)

最終的な学習目的関数は，Mean Flow の主損失に DSA

を加えた

Ltotal = LMF-CFG + sλ(t)LDSA (5)

とする．ここで，λ(t)の具体的な設計，スケール調整係数
s，および実際の学習時の詳細は Supplementary Sec. C に
示す. この設計により，点群空間における clean-data 側の
幾何学的一貫性を直接促進する．

5. 実験
本節では，提案手法の再構成品質，推論時間，および

VRAM使用量を評価する．追加結果，限界，アブレーショ
ンは Supplementary Sec. D に示す．

5.1 データセット
単一画像条件付き点群生成を，ShapeNet [5] および

Pix3D [47] で評価する．ShapeNet については，先行
研究 [8], [39] で用いられている 13 カテゴリからなる
ShapeNet-R2N2 の分割に従う．実画像と物体形状の対
応を含む Pix3Dについては，Xu et al. [51]の分割に従う．

5.2 評価指標
生成点群 X̂ と，同じ点数を持つ正解点群X との間の L1

Chamfer Distance（CD）および Earth Mover’s Distance

（EMD）を用いて，再構成品質を評価する．CDは計算効
率に優れる一方，多対一対応に起因して点密度の偏りに対
する感度が低いため，本研究では CDと EMDを相補的な
指標として用いる．
すべての手法は，ShapeNet-R2N2では 1024点，Pix3D

では 2048点で評価する．低NFE生成の実用性を評価する
ため，推論時間およびピーク VRAM使用量も比較する．
推論は単一の NVIDIA RTX A4000 GPU上で実施し，平
均と標準偏差を報告する．

5.3 定量評価
表 1に ShapeNet-R2N2における CDおよび EMDの結

果を示し，Pix3Dにおける結果は表 2に示す．
表 1に示すように，Point-MFは，1-NFEのみを用いる

にもかかわらず，多段サンプリングを必要とする拡散ベー
ス手法を上回る性能を示す．RGB2pointは CDを学習目
的として訓練されているため，学習目標と評価指標が一致
しており，CD 指標において有利である．一方で，PC2，
BDM，Point-MFのような確率的生成手法と比較すると，
EMDの観点では劣る．さらに，実画像を含む Pix3Dデー
タセットにおいても（表 2），Point-MFは 1-NFEのみで
総合的に最も優れた性能を達成した．
表 3に推論速度の比較を示す．Point-MFは確率的生成

モデルであるにもかかわらず，フィードフォワード型手法
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図 4 ShapeNet の定性評価．

表 1 ShapeNet-R2N2 における CD, EMD での定量評価.

CD×100 ↓ EMD×100 ↓

Method Car Chair Air Avg. Car Chair Air Avg.

Self-Sup. [39] 5.48 10.91 7.11 7.11 4.95 14.93 11.07 10.31

DIFFER [23] 6.35 9.78 5.67 7.27 6.03 16.21 9.90 10.71

ULSP [19] 5.40 9.72 5.91 7.01 4.78 10.18 7.66 7.54

RGB2point [26] 4.22 5.43 2.70 4.33 5.63 9.53 6.86 7.83

PC2 [36] (256-NFE) 4.95 5.60 3.37 4.84 4.69 5.36 4.27 4.84

BDM [51] (276-NFE) 5.12 5.02 3.12 4.64 4.25 4.53 3.92 4.28

Ours (1-NFE) 4.22 4.29 2.76 3.92 3.82 4.29 3.04 3.82

w/o PMA 4.58 4.29 3.01 4.12 4.02 4.62 3.54 4.13

w/o DSA 5.21 6.16 3.71 5.23 4.89 6.08 4.12 5.16

太字 は最良値を示し, 下線 は次点を示す. (アブレーションは除外).

表 2 Pix3D における CD, EMD の定量評価.

CD×100 ↓ EMD×100 ↓

Method Chair Sofa Table Avg. Chair Sofa Table Avg.

PC2
(256-NFE) 7.07 5.87 11.39 7.82 7.13 6.14 10.72 7.75

BDM (276-NFE) 6.62 5.55 8.35 7.12 7.05 4.98 8.79 7.12

RGB2point 6.62 5.40 9.70 7.06 9.34 7.11 12.69 9.59

Ours (1-NFE) 6.48 5.02 8.20 6.53 6.74 5.06 7.94 6.61

w/o PMA 7.58 5.58 8.45 7.28 7.23 5.52 8.34 7.06

w/o DSA 8.82 6.58 10.1 8.58 8.88 7.02 9.76 8.62

と同程度のオーダーで動作し，拡散ベース手法と比べて大
幅に高速である．

5.4 定性評価
ShapeNet-R2N2（図 4）および Pix3D（図 5）の両方に

おいて定性評価を行い，生成点群の形状忠実性および点
密度分布を視覚的に評価した．全体として，Point-MFは
形状の一貫性を保ちながら，点密度の不均衡を抑えた点
配置を生成する．この傾向は，表 1において Point-MFが
一貫して良好な EMDを示しているという定量結果とも整
合的である．一方，Chamfer Distance を直接最小化する
RGB2pointは，点が表面へ強く引き寄せられるため，輪
郭が鋭くなる傾向があるが，局所的な点密度の偏りや，特
定部位への点の集中が見られる場合がある．Pix3Dでは，
Point-MFはテーブル下面や複雑な椅子脚のような難しい
構造も再構成できている.

図 5 Pix3D の定性評価．

表 3 推論時間とピーク VRAM (RTX A4000).

Method Time [ms/sample] VRAM [GiB]

PC2
(256-NFE) 22000 ± 200 1.730

BDM (276-NFE) 28000 ± 200 1.970

RGB2point 28.39 ± 2.18 0.818

Ours (1-NFE) 63.45 ± 0.25 1.282

6. 結論と考察
本論文では，低NFEサンプリングの下で幾何学的一貫性

の高い点群を生成することを目的とした．我々の知る限り，
Mean Flowに基づく平均速度回帰を単一画像条件付き点群
生成に適用したのは本研究が初めてであり，ポーズ情報を必
要としないDiTアーキテクチャと，denoised space におけ
る幾何学的一貫性を促進する Denoised Space Anchor

（DSA） を提案した．
ShapeNet-R2N2, Pix3Dにおいて，提案手法はCD，EMD

の各指標で既存手法を上回り，再構成された点群の被覆性
および密度整合性の改善を示した．さらに，実行時間の比
較により，提案手法は拡散ベース手法よりも大幅に高速な
推論を実現しており，実用性を示している．以上の結果は，
3次元再構成における Mean Flowの有効性を示すもので
ある．
今後の課題としては，Improved Mean Flows [12]で提案

された推論時の可変ガイダンススケールの導入や，Pixel

Mean Flow [33] で示唆されているように，主目的関数を
xθ 上で直接定義するような変換の導入が有望である．
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