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Folksonomyによる階層構造画像データベースの構築
秋間 雄太† 川久保秀敏† 柳井 啓司†

† 電気通信大学 電気通信学研究科 情報工学専攻
〒 182-8585 東京都調布市調布ヶ丘 1-5-1

E-mail: †{akima-y,kawaku-h}@mm.cs.uec.ac.jp, ††yanai@cs.uec.ac.jp

あらまし 近年，Folksonomyの出現により，データベースにタグなどによって意味的な価値を付与することが進め
られてきたが，階層構造のような概念間の関係を組み込んでいるデータベースは少ない．そこで，本研究では，意味
的な階層構造を考慮した画像データベースの作成方法を提案する．階層構造の構築方法は，大量の画像データの各概
念のノイズを除去した後に，各概念を視覚特徴を用いたベクトル表現，タグを用いたベクトル表現，視覚特徴とタグ
を統合したベクトル表現の３種類のベクトル表現で，JSダイバージェンスによる距離尺度を用いて概念間の距離関係
を推定し，さらに概念エントロピーを作成することで，概念の広がりから上下関係を推測する．最終的には，作成し
た階層構造を，視覚的な特徴のみで作成した場合とタグ特徴のみで作成した場合，そしてタグと視覚特徴を結合した
場合での表現結果を考察した．結果として，視覚特徴での階層構造，タグ情報による階層構造のそれぞれにおいて特
有の階層構造を確認することができ，また，統合した階層構造は両方の階層構造を加味し，それぞれの特徴を内包し
た新しい階層構造を作り出すことに成功した．
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Abstract Recently, Folksonomy attracts attentions as a new method to index large-scale image databases. In
the Folksonomy-style image databases, they allows users to attach keywords to images as ”tags”. Since tag words
are uncontrolled, they have various and many kinds of tags associated with images. This is much different from
conventional image databases. In this paper, we propose a novel method to extract hierarchical structure on rela-
tions between tags from Folksonomy. The tag structure we extract can be used as an ontology for image database
search which reflects both textual and visual relations between tags. In the proposed method, at first, we collect
millions of tag-attached-images from Flickr which is the world-largest Folksonomy-style image database, and remove
noise images from them. Next, we estimate concept vectors for highly-frequent tags based on only visual features,
only tag word features and combined features of both visual and textual features, and compute JS divergence and
entropy for three kinds of concept vectors. Finally we estimate hierarchical structures between tags with three
kinds of concepts. In the experiments, We shows the constructed hierarchical structure, and it includes interesting
relations which sometimes are difficult to be discovered by human. This indicates that the proposed method is
promising and the structure is expected to help image search and some other applications.
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1. は じ め に

近年，Web上に大量の画像が存在するようになり，そ
の用途も多岐に渡るようになった．一部のデータセット

では Folksonomyという利用者が自由にタグをつけるこ
とで対象に意味を付加する分類法を用いて，意味的な情
報が付加された画像データセットを手にいれることもで
きるようになり，Web上の画像を用いた画像処理・認識



の研究はより一層幅が広がっている．
しかし，Folksonomyを用いた画像データセットでは，

一つ一つの画像に付与されたタグを考慮しているだけで，
画像の視覚特徴やタグ概念間の関係で画像を結び付けて
いるわけではない．概念には意味があり，それぞれの概
念に対して関連を持つ他の概念が存在する．例えば，動
物にはライオン，トラ，馬など様々な種類が存在し，そ
れらを包含して動物という概念が存在している．これら
の関係を自動的に推定することができれば，データベー
スに，より高度の情報を付加することができる．既存の
データベースに自動的に階層構造などの意味的関係を付
与することができれば，データベースの持つ価値は飛躍
的に上がり，概念関係を用いた実験から概念検索の補助
など様々な部分で貢献できることが期待される．
また，画像情報によって自動的に階層構造を構築する

ことで人の認識しえない新しい関係，またはデータベー
ス固有の関係を見出せることが期待される．
そこで，本研究では，画像に付加されているタグ情報

と視覚特徴を利用して，タグ概念間において，意味的な
あるいは視覚的な分布の広い概念ほど上位の概念である
と仮定して上位下位関係を推定し，自動的に階層構造を
構築して，視覚的に表示することを目的とする．

2. 関 連 研 究

階層構造を構築することは大変難しい課題で，特に画
像を用いた研究に関しては一時期に比べて，減少傾向に
ある．その中で，本研究に近い部分を持つ論文を幾つか
紹介する．

2. 1 テキストベースの階層構造

単語辞書データベース 単語辞書データベースとして最
も有名なのがWordNetである [1]．WordNetは専門家た
ちによって洗練された概念の意味関係を構築したデータ
ベースで，近年，日本語に対応したデータベースも作成
された．また，日本語テキストに限定した階層構造デー
タベースとして日本語語彙大系 [2]が存在する．日本語
語彙大系は 30 万語の日本語辞書と 14,000 件の文型パ
ターンを収録した大規模日本語オントロジー辞書である．
3,000種の意味属性を用いて定義されており，最大規模
の日本語シソーラスとなっている．
Folksonomyから自動的に作成される階層 単語辞書
データベースのように人手で全て作成する方法に対
して，Folksonomyを用いて自動的に階層構造を構築し
ようとする試みが存在する．Tangら [3]はタグがついて
いる映画情報などの Folksonomyに基づいたデータセッ
トを用いて，４つの距離尺度を定義し，階層構造を構築
している．彼らの構築した階層構造は概念の意味という
より，取り扱っている対象の内容のつながりを示してい
るといえる．本研究での階層間のつながりもまた彼らの
研究と似て，Flickrデータベースの概念に含まれる画像
の傾向を階層的に表現したものになった．

2. 2 画像を用いた階層構造

教師無しによる画像データベースの木構造構築 Bartら
[4]や Sivicら [5]は画像データセットから教師なしで木
構造を構築し，まとめるモデルを提案しているが，視覚
的な特徴のみによる分類であるため，そこには意味的な
ものは内在しにくいという点で，意味的な概念間の階層
構造を構築することを目的とする本研究とは違いがある．
概念間の距離 概念間の関係によって階層構造を構築す
るにあたって大切になることは，概念間の距離を求める
ことである．Wuら [6]は JSダイバージェンスを使った
新たな概念間の距離尺度 Flickr Distanceを提案してお
り，JSダイバージェンスを距離尺度として扱うことに関
して共通点があるが，彼らは概念間の距離関係だけを考
慮しており，概念間の階層構造（上下関係）を考慮して
いない点で，本研究と違いが存在する．
WordNetを利用した階層構造 WordNet は画像の分
類 [7] [8] などにおいても利用されるが，Deng ら [9] は
WordNetを利用することで階層構造を持った画像デー
タセットの構築を実現した．彼らの作成した階層構造を
持つデータベースは，既存の洗練されたデータベース
WordNetを基にしているため，高質なデータベースであ
り，さらに，彼らはAmazon Mechanical Turkを使って，
人手で画像がどの概念に属するかを決めているため，さら
にデータベースの質は向上している．しかし，WordNet
含めて良くも悪くも人によるものであることで，人間が
判断し得ない，見つけられない新しい関係を探し出すこ
とは難しい．データセットによっても傾向があり，唯一
の正解というものがありえない以上，WordNetという
一つの視点に縛られてしまうことは，そのまま作成され
るデータセットに限界を与えることにも繋がる．対して，
本手法では，自動的に階層構造を構築していくことで，
データセットごとの傾向をうまく組み込む形で階層構造
を作成することが可能で，さらに人が気づかないような
階層構造を見いだす可能性も秘めている．また，Dengら
が利用しているWordNetはタイムリーな情報に対応し
にくいという欠点があり，本研究では，Folksonomyの
誰でも付けられるタグ情報を利用して，タイムリーな情
報にも強く，より一般的なデータベースを自動構築する
ことでこの問題を解決することができる．

3. 階層構造画像データベースの概要

本研究では，大量の画像を Flickrから収集し，その
データを画像に付与されているタグと画像の持つ視覚特
徴を分析することで，タグ概念間の関係を推定する．最
終的に得られる結果は図 1のような関係を持つ有向グラ
フとなる．これらの階層が表現するものは，扱うデータ，
本実験では Flickr画像データベース特有の上位下位関係
や共起関係を示している．この階層構造は，人間の直感
に当てはまらない部分も存在するかもしれないが，その
関係性こそが，対応するデータベース特有の関係か，あ



図 1 結 果 の 例

るいは我々の知り得ない新しい関係性である可能性であ
るといえる．この図は概念のつながりが 2段階までの概
念を示しているが，データベースとしては下位概念の存
在しない概念までのつながりが得られている．ここで重
要な点はmusicのような視覚的な特徴を持たないような
単語に対しても興味深い関係が抽出されているという点
である．

4. 階層構造画像データベースの構築手法

データベースの構築方法の流れは図 2に示したように
進めた．
まず，Flickrからおよそ 200万枚の画像と画像に付与

されたタグ（画像 1枚に付き平均 8個のタグが付与さ
れている）を収集した．次に，全ての画像に対して確率
的なクラスタリングを行う pLSA（probabilistic Latent
Semantic Analysis，確率潜在的意味解析）を実行し，各
画像の関連性を算出した．抽出した関連性から，各概念
らしい画像を算出し，その上位を扱うことで，各概念に
対するノイズ画像除去を行った．さらに各概念を表現す
る画像を抽出した後は，概念ごとに属する画像の pLSA
による確率分布から概念に対する確率分布を算出した．
最後に，算出した概念の確率分布を用いて，概念間の距
離関係，概念ベクトルから得られたエントロピーによる
上下関係から概念間の階層構造を構築した．

4. 1 画像表現方法

Bag-of-keypoints Bag-of-keypoints モデルは，相対
位置を用いずに画像を局所特徴の集合と捉えた手法で
ある．元々はテキストで用いられた手法で，各文書に現
れる単語の集合を特徴とした bag-of-words表現を視覚
特徴に適応したものである．局所特徴の特徴ベクトル
をベクトル量子化した visual wordsと呼ばれる特徴ベ

図 2 データベース構築フロー

クトルをまとめたものを codebookと呼び，それを記述
子として画像の特徴ベクトルを生成する．よって，画像
は visual wordの集合として表現される．後の処理のた
めにも，画像を処理しやすい形にまとめる必要があり，
bag-of-keypoints表現を行うことで画像は k次元（本実
験では k = 1000）のベクトル表現にまとめることができ
る．本実験では，局所特徴として SIFT特徴量を用いた．
Bag-of-Tags Flickrでは，各画像に複数のタグが存在
する．Bag-of-keypointsや bag-of-words表現と同様に，
ある画像に付与されているタグの出現頻度によるヒスト
グラムによって表現されるのが bag-of-tags表現である．
出現頻度と言っても，各画像に同じタグが 2度付与され
ることは無いので，基本的には 0か 1の値をとるヒスト
グラムになる．本実験での bag-of-tags表現のサイズは
4345でおこなった．
結合 pLSAベクトル 本研究では，視覚情報とタグ情報
を統合した結果も求める．視覚情報は bag-of-keypoints
表現，タグ情報は bag-of-tags表現で表現されるが，2つ
の画像特徴を統合する場合，単純に統合するだけでは次
元数や取りうる値の違いが大きいためにどちらかの情
報が反映されにくくなる可能性がある．そこで本研究で
は，Lienhartらの手法 [10]を基に統合を行う．視覚情報
の bag-of-keypoints表現とタグ情報の bag-of-tags表現
を別々の隠れトピック zの次元の同じ pLSAモデルで学
習し，得られた各画像 diごとの隠れトピックの確率分布
P (zkeypoints

l |di)，P (ztags
l |di)を結合することで得ること

ができる．隠れトピック zの次元は本研究では 100とし
たので，この統合でできる特徴ベクトルは 200次元のベ
クトルになる．

4. 2 概念階層構造表現方法

4. 2. 1 pLSAと fold-in heuristics
pLSA（probabilistic Latent Semantic Analysis，確率
潜在的意味解析）は文書と単語など，離散 2変数の計数
データの生成モデルのことである．
文書：d ∈ D = {d1, ...dN}，単語：w ∈ W =

{w1, ...wM}，隠れトピック：z ∈ Z = {z1, ...zK} とす
る．M サイズの語彙 wからなる単語を含んだN 個の文
書 dを持っていると仮定すると，これは文書を単語の集
合とする表現からなるBag-of-Wordsで表現できる．zは
文書 dで単語 wそれぞれの発生に関係する話題としての



変数である．
文書：d ∈ Dと単語：w ∈ W の生起は独立と考え，di

と wj の同時確率 P (di, wj)を

P (di, wj) =
K∑

k=1

P (di|zk)P (wj |zk)P (zk) (1)

のように表す．これを画像分類に置き換えると，文書
は画像，単語は visual word，話題はカテゴリと考える
ことができる．文書と単語の表現方法としては Bag-of-
Keypoints表現や Bag-of-Tags表現を用いることになる．
P (zk)，P (di|zk)，P (wj |zk)を反復的手法を用いて計算
することにより最適な解を推定する．
ただし，大規模なデータセットを一度に pLSAで計算

するには，莫大な時間を要することになり，またメモリ
を大幅に使うことで計算できない事態になることも考え
られる．そこで，fold-in heuristics [11]という手法を用い
て，十分大きな一部のデータで pLSAを実験した後に特
定のパラメータを固定して，全データで pLSAを計算す
る手法を利用する．これは，十分大きな一部のデータで
求めたパラメータが全体のパラメータと同一であると仮
定することで実現され，全データで pLSAを計算する段
階ではデータを小分けにして計算することが可能になる．
4. 2. 2 pLSAによる各概念のノイズ画像除去
まず，得られた P (d|zk)を用いて各トピック zk に帰

属したものが各概念に所属する確率 P (Concept|zk)を
計算する．ただし，Concept は概念に属する画像集合
（概念と対応するタグが付与されている画像集合）を，
NotConceptは概念に属していない画像集合（概念と対
応するタグが付与されていない画像集合）を表している．

P zk

Concept =

∑
d∈Concept P (d|zk)

|Concept|
(2)

P zk

NotConcept =

∑
d∈NotConcept P (d|zk)
|NotConcept|

(3)

P (Concept|zk) =
P zk

Concept

P zk

Concept + P zk

NotConcept

(4)

P (Concept|zk)と P (zk|di)を用いて，画像 di の各概念
への帰属確率 P (Concept|di)を計算する．

P (Concept|di) =
K∑

k=1

P (Concept|zk)P (zk|di) (5)

この値から各概念に属する画像の順位が判明するため，
上位何枚と指定することで，ノイズ画像を除去すること
が可能となる [12]．
4. 2. 3 概念確率分布の作成
概念を表現する確率分布を作成するために，pLSAを

計算することで得られた P (z|d)を用いる．P (zk|di)は
各画像 diがどのトピック zk に帰属するかの確率であり，
同様に各概念の画像集合 d ∈ Conceptが隠れトピック
z ∈ Zに帰属する確率を求めることで，P (z|Concept)を

得ることが可能である．概念 Conceptに対する各隠れト
ピックへの帰属確率 P (z|Concept)の求め方は次式のよ
うになる．ただし，全画像の集合をDとする．

P (z, Concept) =

∑
d∈Concept p(z|d)

|D|
(6)

P (Concept) =
|Concept|

|D|
(7)

P (z|Concept) =
P (z, Concept)
P (Concept)

(8)

=

∑
d∈Concept p(z|d)
|Concept|

(9)

4. 2. 4 JSダイバージェンスによる概念間の距離推定
JSダイバージェンス（Jensen-Shannon divergence）は

2つの確率分布間の距離尺度である．JSダイバージェン
スは，対称性がないために距離尺度としては不完全な
KLダイバージェンス（Kullback-Leibler divergence）に
対称性を与えた尺度となっている．2つの確率分布間の
類似性が高いほど値は小さくなる．2つの確率分布 P，
Qに対してそれぞれの算出方法は次式のようになる．

DKL(P ||Q) =
∑

i

P (i) log
P (i)
Q(i)

(10)

DJS(P ||Q) =
DKL(P ||(P/2 + Q/2))

2
(11)

+
DKL(Q||(Q/2 + P/2))

2

4. 2. 5 エントロピーによる概念間の上位下位関係
各概念の確率分布 P に対するエントロピーH(P )は次
式で得ることができる．

H(P ) = −
∑

z∈Z

P (z|Concept) log(P (z|Concept)) (12)

このとき，エントロピーの値は様々な隠れトピックに
分類される可能性のある概念ほど大きな値になり，逆に
ある一定の隠れトピックにしか属さないような概念ほど
小さな値になる．上位概念であるほど様々な画像，特徴
を持つことが考えられるために，結果的にエントロピー
が大きくなることが期待される．逆に下位概念はある一
定の特徴に特化することが考えられるために，結果的に
エントロピーが小さくなることが期待される．このエン
トロピーの大小を利用して，概念間の階層構造を構築
する．
4. 2. 6 階層構造の構築方法
算出した概念距離とエントロピーからの階層構造の
構築方法として，Heymannらの手法 [13]や江田らの手
法 [14]が参考になるが，Heymannらの扱う拡張グリー
ディ法はノードを必ずある一つの親の子供として配置
しなければならなくなり，関係に無理が生じることが
ある．そこで，本研究では江田らの非巡回有向グラフ
（Directed Acyclic Graph，DAG）を用いた手法を参考
に実験を行った．



表 1 実験画像データセット情報

全画像枚数 1,991,349枚
全オーナ数 95,140人
全タグ種類数 872,597個

取得不可能画像数 9,536枚
タグの付与なし画像数 343,219枚

DAGは閉路を持たないことで，上位概念から下位概念
までの道筋を容易に辿ることができる．また，Heymann
らが扱っている拡張グリーディ法は一度全体として構築
しなければならないのに対して，DAGは動的に部分構
造を展開できる点で拡張が簡単である．

JSダイバージェンスで概念間の距離が求まり，各概念
のエントロピーが求まっているとしたとき，DAGによ
る概念間の階層関係は以下の順序にそって実行される．
（ 1） 全ての概念それぞれに対して
（ a） 距離の近い概念上位 k 個，概念間距離が

threshold以下の概念を取り出す
（b） 取り出した概念と現在注目している概念のエン
トロピーを比較し，大きい方を親ノード，小さい方を子
ノードと設定する
以上を実行することで，各概念に階層構造が生じる．
本研究では，k = 20，タグ情報でのしきい値

は threshold = 0.15，視覚情報でのエントロピー
は threshold = 0.05，統合情報でのエントロピーは
threshold = 0.1とした．実際のグラフ構築にはGraphviz
[15]を利用した．

5. 実 験

実験では，ノイズ画像除去を行った後に，視覚特徴のみ，
タグ特徴のみ，両方を統合した特徴の 3種類の方法で階
層構造を構築し，比較を行った．

5. 1 実験データセット

実験用の画像データセットは Flickrから取得した．最
終的に，1,991,349枚のおよそ 200万枚の画像を Flickr
APIを用いて取得した．Flickr APIに用意されているメ
ソッドを用いて，約 200万枚分の画像情報を取得した後
に，その情報をもとに画像を取得した．ただし，同じ ID
を持つ画像情報の取得は行わないように設定した．収集
したデータセットの情報は表 1のようになった．画像取
得において情報は取得できたが画像が取得できないもの
が存在するが，この要因は Flickrの一般ユーザ一人あた
りの所持上限が決まっていることで情報取得後に上限を
越えたユーザの画像がアクセスできなくなっていること
が考えられる．
また，図 3はそれぞれのタグ概念に所属する画像数ご

とのタグの種類数を両対数グラフで表したものである．
この図からは，大部分のタグが 100枚以下の画像でしか
用いられていないことがわかる．
図 4は利用オーナー数の上限ごとの利用タグの種類数

を表現している．利用オーナー数が多いということは一
般的なタグ概念であり，利用オーナー数が少ないという
ことはオリジナルなタグかあるいはかなり専門的な内容
のタグであることが考えられる．図から，利用オーナー
数の多い一般的なタグとなるような概念の数は少なく
5000個程度である．一方，利用者数の少ないような固有
なタグは数が多いということがわかった．
図 4の結果から，タグでの実験を行うのであればおよ
そ 5000個の上位タグを用いれば，固有なタグの影響を
受けにくい実験になることがわかった．

5. 2 実験の手順

階層構造構築の手順は以下のようになった．
（ 1） 取得不可能画像，タグの付与なし画像を除いた
およそ 150万枚の画像に対して画像ベクトル表現を行う
（ 2） ベクトル表現された画像群におけるpLSA（fold-

in heuristics）モデルを算出
（ 3） ここで，オーナーが 1人 1タグに最大画像 20
枚と設定して，画像をふるい落とし，タグ数は図 4での
結果を反映させるためにオーナー 1人 1タグに最大 10
枚としたときに 50枚以上画像が存在する 4345個で以降
の実験を行う（ただし，画像のタグ表現はあらかじめこ
の 4345という値でヒストグラム表現をおこなう）
（ 4） 制限された画像の中で，さらに各概念らし
い画像でソートして上位 n 枚で実験を行う (n =
5 ×

√
(各概念の取得枚数)，画像枚数の少ない概念でも

およそ 100程度になるような設定を選んだ)
（ 5） 上位 n枚で各概念のエントロピーを求め，さら
に JSダイバージェンスを求める
（ 6） 求めたエントロピーと概念距離から DAGを生
成（DAGの生成段階では各概念で 200枚より少ない概
念は除去）
以上の処理を，視覚特徴のみ，タグ特徴のみ，視覚特
徴とタグ特徴を統合した特徴の 3種類の画像表現に対し
て実行した．まずノイズ画像除去結果を示し，その後，
各特徴表現における各概念階層構造の構築結果を比較し
て考察をおこなう．

5. 3 ノイズ画像除去結果

ノイズ除去の結果を定量的に判断するため
に，dog，bee，sheep，coast，waterfall，singer，piano，
blue，dark，lightning，sunset，bw，fire，airplane，soc-
cer，luna，icecreamの 17種類において，ノイズ除去を
行っていない画像群から対応するタグの付与された画像
をランダムに 100枚取得してきたものと，ノイズ除去で
各タグに所属する可能性の高い上位 100枚の画像で各タ
グでの正解画像の割合を調べた．基本的には，そのタグ
に最もふさわしいであろう対象を含む画像を正解とする
ことにしたが，全体が写っていないなどはある程度まで
許容した．
結果は図 5のようになった．平均してノイズ除去なし



図 3 所属枚数ごとのタグ種類数 図 4 利用オーナー数の上限ごとの
利用タグ種類数

図 5 ノイズ除去の精度評価

のランダム画像群では正解率 76.4%で，ノイズ除去あり
の画像群では正解率 93.8%となった．もともとそのタグ
が付与されている画像なので，完全に違う画像というも
のはそれほど多くはない．しかし，図 5の結果だけでは
示せないが，ノイズ除去した画像セットは比較してかな
り良質なものになっている．ノイズ除去後の結果が悪い
概念は，元々の画像データセットの枚数が少なかったり，
質が悪いことが要因で起こっているようで，基本的にノ
イズ除去後の結果が悪いデータセットは，ランダムで抽
出したときの結果もかなり悪いことがわかった．

5. 4 概念階層構造の構築結果

まず，視覚特徴による階層構造とタグ特徴による階層
構造の結果を比較しながら，それぞれの特徴での階層構
造の傾向を示す．その後，視覚特徴とタグ特徴を統合し
た階層構造の結果を示し，視覚特徴の利点とタグ特徴の
利点を兼ね備えた階層構造になっていることを示す．
5. 4. 1 視覚特徴による階層構造とタグ特徴による階層

構造
Cuteの下位構造の結果が視覚特徴による結果が図 6

となり，タグ特徴による結果が図 7となった．矢印の刺
されている方が下位概念になっている．
まず先にタグ特徴による結果を見てみると，cuteと

聞いて思いつくような単語が多く，特に female, kid,
daughterなど人関連の概念が多い．
次に，視覚による結果を見てみると，タグ特徴とは

違った関係性が見て取れる．実際の cuteの画像例であ
る図 8を見てみると犬，猫，子供などの画像が見て取れ
た．この画像例をふまえて視覚特徴による階層構造を見
てみると，cuteという単語がふさわしい子犬という意味
の puppyが結び付いている．puppyの画像例である図 9
では，犬の画像という点で cuteの画像例と共通している
部分が存在した．この puppyは cuteとのタグ特徴の関
係ではあまり上位には来ない．つまり，cuteというタグ
がつけられていないが，視覚的に cuteである概念が検
出されている．加えて，cat，dogなどの動物を表す概念
が多いのが見て取れる．これは cuteの画像例で示した
内容とも一致している．また，彫像を表す statueも cute

と結び付いている．statueと cuteは感覚的にはそれほ
ど近い概念ではないかもしれない．しかし，人間が気づ
かないような cuteの要素が statueに見て取れる可能性
があり，少なくとも Flickrで集めたデータセットにおい
て statueは視覚的に cuteであると判断されたことにな
る．statueでの画像例である図 10を見てみると，子供
の彫像も存在し，その部分に cuteとのつながりがある
のかもしれない．このように，人間が見て取れる要素に
加えて，人間が判断できない新しい関係性を見つけ出せ
る可能性を秘めていることがわかった．
これらの結果から，視覚特徴による階層構造の傾向は
必ずしも人間が感覚的に判断するような関係性を持って
はいないが，その分だけ人間が判断し得ないような新し
い関係性または利用するデータセット特有の関係性を内
包している可能性をもっていることがわかった．また，
タグ特徴による階層構造の傾向は人間が自主的に付与し
た意味を用いているために，基本的には概念間の距離関
係や上下関係は，人間の感覚に近いものが得られること
がわかった．
5. 4. 2 統合特徴による階層構造の利点
視覚特徴による階層構造とタグ特徴による階層構造，
そして，統合特徴による階層構造を比較することで，視
覚特徴による階層構造とタグ特徴による階層構造の欠点
と統合特徴による階層構造の利点を以下の実験結果から
示す．

Mountainの下位階層構造を見てみると，視覚特徴に
よる階層構造は図 11，タグ特徴による階層構造は図 12，
統合特徴による階層構造は図 13になった．
統合特徴による mountainの階層構造を見てみると，

alps, alpen, berge（ドイツ語のmountains）といった視
覚特徴による階層構造やタグ特徴による階層構造に表れ
ず，mountainと関係がある概念が見て取れた．
ここで alpsという概念が視覚特徴による階層構造とタ
グ特徴による階層構造のそれぞれに表れない理由を調べ
てみた．視覚特徴の階層構造では，mountainを表す画像
例である図 14と alpsを表す画像例である図 15の画像が
山の写っている似たような画像であることからも見て取
れるように，mountainと alpsの関係は深いが，alpsが



図 6 視覚特徴で作成した cuteの階層構造

図 7 タグ特徴で作成した cuteの階層構造

図 8 cuteの画像例

図 9 puppyの画像例

図 10 statueの画像例

上位階層と認識されてしまっていた．このように，視覚
特徴による階層構造は良くも悪くもデータセットの視覚
的な傾向を大きく反映してしまうために，各概念のデー
タセットの傾向によってはエントロピーによる上下関係
が人間の感覚とずれてしまうことがある．一方，タグ特
徴による階層構造に alpsが表れない理由としては，単純
にmountainと alpsとの関係が遠くなってしまっている
ことが原因となっていた．タグ特徴による階層構造では
視覚特徴による階層構造のように上位下位関係が崩れる

図 11 視覚特徴で作成した mountainの階層構造

図 12 タグ特徴で作成したmountainの階層構造（一部抜粋）

図 13 統合特徴で作成したmountainの階層構造（一部抜粋）

ことは少ないが，視覚的な類似性が考慮されていないた
めに，当然の結果として，視覚的類似性よりも単純な関
係性が優先される．普通に扱う分には問題ないのかもし
れないが，画像検索などへの応用を考える場合には，視
覚的類似性は必要不可欠である．
統合特徴による階層構造では，視覚特徴による階層構
造の利点とタグ特徴による階層構造の利点が組み合わせ
られることで，視覚特徴による階層構造の上下関係のず
れとタグ特徴による階層構造の視覚的な弱さといった欠
点を克服することが可能であり，より実用的な階層構造
となっていることがわかった．

図 14 mountainの画像例

図 15 alpsの画像例

6. お わ り に

本研究では，大規模な画像データベースを用いて概念
間の階層構造を自動的に構築した．構築する階層構造は



視覚特徴，タグ特徴，視覚特徴とタグ特徴の統合特徴の
三種類で作成し，それぞれの結果を比較した．
概念間の関係を階層を用いた視覚的なアプローチで表

現できるようになったことで，概念一つ一つを見るより
も相対的な判断ができるようになり，データセットに対
する考察が大変容易になった．
データベース特有あるいは人間の知り得ない新しい関

係を抽出したい場合には人の判断の入らない視覚特徴の
みの階層構造を用いるのが有効であり，人の認識と視覚
的な関係を合わせた階層構造を構築するためには統合特
徴による階層構造を用いることが有効であることがわ
かった．
さらに，今回生成した階層構造から画像検索などに利

用するために必要な人の判断に近づける場合の課題を発
見することができた．
以上から，本研究では大規模画像データセットから自

動的に階層構造を作り出すことで，データベース特有の
関係性を抽出できるような階層構造の作成が可能になり，
そのことで，データベースに対する考察のアプローチが
容易になり，そして，人の判断しえないような関係を抽
出できる可能性や画像検索などのアプリケーションに組
み込むための課題を見つけることができた．

7. 今後の課題

本研究で作成した階層構造をより実用的なものにして
いくためには，いくつかの解決しなければならない問題
が存在する．ここでは，それらの問題点と解決案を示す．
視覚特徴による階層構造において，本実験では SIFT

特徴量のみを用いているために，形状のみの判断しか行
われていない．そのため，例えば色に関して言えば，色
の区別が無いために形状的な近さで関係が遠いものでも
近くなってしまったり，概念の大きさなどが色の種類な
どに依存するような概念は上下関係が不安定になりやす
い傾向がみてとれた．そのため，より概念の特徴や広さ
を忠実に表現するためにも，より多様な特徴を用いて階
層構造を作成する必要があると考えられる．
また，pLSAによるノイズ画像除去において，それぞ

れの概念らしい上位画像を取ってくることで，確かにノ
イズとなる画像は除去できているが，P (Concept|z)の
偏り方によっては，類似した画像ばかりが上位に来るこ
とになり，概念のばらつきが制限されてしまう可能性が
ある．解決策としては P (Concept|z)の上限値を決めて
おくことで，単独の特徴に重みが行かないようにするこ
となどが考えられる．
データセットにも問題点があり，本実験で用いた 200

万枚のデータセットは，Flickrから日付を用いて取得し
てきたデータセットであり，タグについては指定してい
ない．そのため，多種多様なタグが付いた画像が取得で
きるが，実験データセットで画像枚数の少ない概念も存
在する．もちろん，ある程度の数以上の概念のデータ
セットを扱っているが，概念の広さを表すには不適当な

枚数のデータセットもあるかもしれない．そのため，今
後の実験では，各概念ごとに画像を取得することで，き
ちんとした枚数の概念データセットを作成していく必要
があると思われる．
本研究では，作成した階層構造の数値的な評価を行う
ことができていない．階層構造自体を評価することは難
しいため，今後，作成した階層構造を画像検索の補助な
どに生かすことができれば，数値的な評価も可能になる
と考えられる．
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